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Krótkoterminowe prognozowanie bazowego obciążenia odbiorcy 
komunalno-bytowego z wykorzystaniem danych historycznych 

 

Short-term forecasting of the baseline load of the residential customer using historical data 
 
 

Streszczenie. W artykule omówiono metodę prognozowania dobowego przebiegu obciążenia odbiorcy komunalno-bytowego. Opisana me-
toda bazuje na założeniach metody naiwnej i wykorzystuje historyczne dane dotyczące zużycia energii elektrycznej przez analizowanego 
odbiorcę. Zaproponowany model prognostyczny może zostać zastosowany do wyznaczenia prognozy obciążenia bazowego, wykorzystywa-
nej przez system zarządzania energią w budynku wyposażonym w źródło fotowoltaiczne, magazyn energii i sterowane odbiorniki. 
 
Abstract. This paper discusses a method for forecasting the daily load profile of a residential consumer. The method described is based on 
the assumptions of the persistence (naive) method and uses historical data on the electricity consumption by the analyzed customer. The 
proposed forecasting model can be applied to determine the consumer's baseline load forecast, used by the energy management system in 
a building equipped with a photovoltaic source, energy storage and shiftable (controllable) loads. 
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Wprowadzenie 
 Prosumenckie źródła fotowoltaiczne (PV), wraz z domo-
wymi magazynami energii oraz odbiornikami o elastycznym 
czasie załączania, umożliwiają budowę lokalnych (budynko-
wych) systemów bilansowania zapotrzebowania odbiorców 
komunalno-bytowych. Funkcję tę realizują układy określane 
jako Home Energy Management System (HEMS) [1]. Do pra-
widłowego zaplanowania pracy poszczególnych urządzeń, 
oprócz prognozy generacji źródła PV [2], konieczne jest dys-
ponowanie prognozą bazowego obciążenia odbiorcy. 
Uwzględniając te prognozy, system HEMS określa moce 
oraz okresy ładowania i rozładowania magazynu, a także 
momenty włączenia odbiorników o znanych profilach poboru 
energii i sterowanym czasie załączania [3]. 
 Horyzont czasowy prognozy obciążenia może być różny. 
Pierwszym rodzajem prognoz są prognozy długoterminowe 
[4], obejmujące zwykle okres od roku do kilkudziesięciu lat. 
Tego typu prognozy są wykorzystywane w procesie strate-
gicznego planowania rozwoju systemu elektroenergetycz-
nego. Drugim rodzajem prognoz są prognozy średniotermi-
nowe [5], przygotowywane na okres od tygodnia do roku. 
Znajdują one zastosowanie m.in. przy planowaniu zabiegów 
eksploatacyjnych. Kolejną grupę prognoz stanowią prognozy 
krótkoterminowe [6], przygotowywane najczęściej w rozdziel-
czości godzinowej dla okresu od kilku do kilkudziesięciu go-
dzin. Właśnie tego typu prognozy są wykorzystywane do pla-
nowania operacyjnego w kolejnej dobie. Niekiedy wyróżnia 
się jeszcze prognozy o krótszym horyzoncie czasowym 
i wyższej rozdzielczości (ultrakrótkoterminowe) [7], stoso-
wane w bieżącym bilansowaniu zapotrzebowania. 
 Kolejnym czynnikiem różnicującym rodzaje prognoz jest 
poziom agregacji, dla którego są one opracowywane [8]. 
Można tutaj wyróżnić prognozy systemowe, sporządzane dla 
całego systemu połączonego (np. europejskiego) lub po-
szczególnych systemów krajowych, prognozy regionalne, 
wykonywane dla obszarów działania pojedynczych operato-
rów systemów dystrybucyjnych, prognozy grupowe dla od-
biorców o podobnym charakterze zużycia oraz prognozy in-
dywidualne, opracowywane dla pojedynczych odbiorców. 
 Z punktu widzenia tematyki niniejszego artykułu przed-
miotem zainteresowania są indywidualne prognozy krótko-
terminowe (dobowe w rozdzielczości godzinowej), sporzą-
dzane dla odbiorców komunalno-bytowych. 

 Prawidłowe prognozowanie obciążenia odbiorcy komu-
nalno-bytowego jest trudnym zadaniem ze względu na 
znaczną zmienność tego obciążenia. Do typowych czynni-
ków mających istotny wpływ na zapotrzebowanie odbiorcy 
komunalno-bytowego należą: tryb życia i nawyki mieszkań-
ców [9], w tym różne wydarzenia medialne [10], pory roku 
determinujące m.in. dostępność światła dziennego [11] oraz 
warunki pogodowe, wpływające na komfort cieplny w bu-
dynku [12]. Oprócz tego wpływ na zużycie energii przez go-
spodarstwa domowe mogą mieć różnego typu programy pro-
mujące oszczędność energii [13], a także wzrastająca świa-
domość ekologiczna społeczeństwa [14]. Obecnie pojawiają 
się również dodatkowe czynniki wpływające na zapotrzebo-
wanie tej grupy odbiorców. Można do nich zaliczyć m.in. roz-
wój infrastruktury umożliwiającej zautomatyzowane zarzą-
dzenie energią w budynkach [15], dynamiczne ceny energii 
[16] lub zalecane przez operatorów okresy, w których należy 
zwiększyć lub zmniejszyć zużycie energii elektrycznej [17]. 
 W literaturze przedmiotu można znaleźć propozycje me-
tod krótkoterminowego prognozowania obciążenia odbior-
ców komunalno-bytowych, w których uwzględnia się wpływ 
niektórych z wymienionych wyżej czynników. Przykładowo 
w pracy [18] uwzględniono wpływ warunków pogodowych, 
w artykule [19] wpływ pór roku, a w pracy [20] nawyki miesz-
kańców w połączeniu z charakterystyką używanych urzą-
dzeń gospodarstwa domowego. Z kolei w artykule [21] opi-
sano metodę prognozowania dla budynków niskoemisyj-
nych, a w pracy [22] dla budynków z rozbudowaną automa-
tyką sterującą urządzeniami. Wymienione metody wykorzy-
stują zaawansowane techniki obliczeniowe, takie jak sieci 
neuronowe [18, 21, 22], uczenie maszynowe [20] lub opty-
malizację metaheurystyczną [19], w związku z tym są one 
zbyt skomplikowane, aby można było je łatwo zaimplemen-
tować w systemie HEMS. Zatem w tym obszarze zastoso-
wań potrzebne jest opracowanie znacznie prostszej metody, 
która pozwoli na wyznaczenie krótkoterminowej prognozy 
bazowego obciążenia odbiorcy komunalno-bytowego cechu-
jącej się zadowalającą dokładnością, przy jednoczesnej mi-
nimalizacji zasobów obliczeniowych niezbędnych do jej spo-
rządzenia. Jest to główny cel niniejszego artykułu.  
 Zaproponowana w artykule metoda prognozowania 
opiera się na założeniach metody naiwnej, przy czym w me-
todzie tej – oprócz wartości średniej obciążenia z kilku dni 
poprzedzających – do przygotowania prognozy 
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wykorzystano również inne sposoby opisu zmienności obcią-
żenia (obciążenie „typowe” i statystycznie najczęstsze), 
omówione w dalszej części artykułu. Do kalibracji i walidacji 
metody wykorzystano dane pomiarowe pochodzące z liczni-
ków energii zainstalowanych u odbiorców z grupy taryfowej 
G11. Uzyskane wyniki prognoz porównano z wynikami otrzy-
manymi przy zastosowaniu metody naiwnej w wersji podsta-
wowej (obciążenie średnie z kilku poprzednich dni). Finalnie, 
zaproponowany model prognostyczny zastosowano do wy-
znaczenia prognozy obciążenia bazowego wybranego od-
biorcy. 
 

Metoda naiwna w prognozowaniu obciążenia 
 Metoda naiwna nazywana jest również w literaturze an-
glojęzycznej „persistence method” [23], co można przetłuma-
czyć jako „metoda trwałości”. To określenie dobrze odzwier-
ciedla podstawę metody, którą jest założenie, że wszystko 
pozostanie bez zmian, czyli wartość prognozowana będzie 
taka sama jak ostatni pomiar. Zgodnie z tym założeniem ob-
ciążenie odbiorcy w godzinie h dnia n będzie takie samo jak 
obciążenie w tej samej godzinie w dniu poprzednim (wariant 
n – 1) lub w takim samym dniu tydzień temu (wariant n – 7). 
W innym wariancie metody naiwnej wykorzystuje się kilka dni 
poprzedzających (kolejnych lub kolejnych takich samych), 
dla których obliczana jest wartość średnia obciążenia w po-
szczególnych godzinach, stanowiąca prognozę zapotrzebo-
wania w analizowanym dniu n.  
 

Propozycja metody prognozowania obciążenia odbiorcy 
komunalno-bytowego bazująca na metodzie naiwnej 
 Ponieważ obciążenie odbiorcy komunalno-bytowego jest 
silnie skorelowane z obecnością domowników i zwykle wy-
kazuje pewną powtarzalność tygodniową, w niniejszym arty-
kule zastosowane zostanie podejście oparte na wykorzysta-
niu kilku kolejnych takich samych dni poprzedzających (dni 
n – 7, n – 14, n – 21…). Na rys. 1 ÷ 4 dla wybranego odbiorcy 
komunalno-bytowego przedstawiono dobowe grafiki obcią-
żenia dla czterech kolejnych wtorków. Dane te zostaną wy-
korzystane do zilustrowania zaproponowanej w artykule me-
tody prognozowania zapotrzebowania. 
 

 
 

Rys. 1. Obciążenie odbiorcy w poszczególnych godzinach w dniu 
n – 28 (wtorek, 21.05.2019, zużycie dobowe 6,86 kWh) 

 

 
 

Rys. 2. Obciążenie odbiorcy w poszczególnych godzinach w dniu 
n – 21 (wtorek, 28.05.2019, zużycie dobowe 8,32 kWh) 
 

 
 

Rys. 3. Obciążenie odbiorcy w poszczególnych godzinach w dniu 
n – 14 (wtorek, 04.06.2019, zużycie 5,57 kWh) 

 
 

Rys. 4. Obciążenie odbiorcy w poszczególnych godzinach w dniu 
n – 7 (wtorek, 11.06.2019, zużycie dobowe 6,89 kWh) 

 
 W pierwszym kroku proponowanej metody, na podstawie 
zarejestrowanych profili obciążenia odbiorcy (rys. 1 ÷ 4), wy-
znacza się wartości średnie zużycia w poszczególnych go-
dzinach doby, co ilustruje rys. 5. 
 

 
 

Rys. 5. Średnie obciążenie odbiorcy komunalno-bytowego w po-
szczególnych godzinach wyznaczone dla czterech kolejnych wtor-
ków (zużycie dobowe 6,91 kWh) 

 
 W metodzie naiwnej obliczone średnie obciążenia godzi-
nowe stanowiłyby wprost prognozę zapotrzebowania w ana-
lizowanym dniu (w dniu n, czyli w tym przypadku we wtorek, 
18.06.2019), co można wyrazić wzorem: 
 

 𝐸𝑛𝑝(ℎ) = 𝐸ś𝑟(ℎ) =
1

𝑁
∑ 𝐸𝑛−7𝑖(ℎ)𝑁

𝑖=1 , (1) 

gdzie: 
Enp(h) - prognozowane zużycie energii w dniu n w godzi-

nie h, 
Eśr(h) - średnie zużycie energii w godzinie h, 
En – 7i(h) - zużycie energii w godzinie h w kolejnych takich 

samych dniach poprzedzających, i = 1, 2…N, 
N - liczba kolejnych takich samych dni poprzedzają-

cych, dla których wyznaczane jest zużycie śred-
nie. 

W niniejszym artykule do wyznaczenia prognozy zapotrze-
bowania proponuje się natomiast zastosowanie również in-
nych niż grafik średni, sposobów opisu zmienności obciąże-
nia odbiorcy. W tym celu wykorzystany zostanie tzw. grafik 
„typowy” oraz grafik statystycznie najczęstszy. 
 Metoda tworzenia „typowego” grafiku obciążenia od-
biorcy została zaproponowana w pracy [24]. Polega ona na 
tym, że w pierwszej kolejności godzinowe zużycie energii 
w analizowanych N dniach, np. dla czterech wtorków poka-
zanych na rys. 1 ÷ 4, porządkuje się od wartości największej 
do najmniejszej. Następnie z tak uporządkowanych wartości 
oblicza się średnie dla poszczególnych godzin. W kolejnym 
kroku, obliczone średnie z wartości uporządkowanych przy-
pisuje się do odpowiednich przedziałów czasowych, wyko-
rzystując wyznaczone wcześniej średnie obciążenie od-
biorcy dla wartości chronologicznych (rys. 5). Przypisanie po-
lega na tym, że największą wartość średnią z uporządkowa-
nych wartości obciążeń godzinowych przypisuje się do prze-
działu czasowego, w którym wystąpiła największa wartość 
średnia z obciążeń chronologicznych. Drugą największą war-
tość średnią z obciążeń uporządkowanych przypisuje się do 
godziny, w której wystąpiła druga z kolei największa wartość 
średnia z obciążeń chronologicznych, trzecią do trzeciej, itd., 
co zilustrowano na rys. 6. W efekcie otrzymuje się tzw. grafik 
„typowy” przedstawiony na rys. 7. 
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Rys. 6. Ilustracja metody tworzenia „typowego” grafiku obciążenia 
odbiorcy komunalno-bytowego 
 

 
 

Rys. 7. „Typowe” obciążenie odbiorcy komunalno-bytowego w po-
szczególnych godzinach wyznaczone dla czterech kolejnych wtor-
ków (zużycie dobowe 6,91 kWh) 

 
 W trzecim kroku proponowanej metody prognozowania 
zapotrzebowania tworzony jest grafik obciążeń statystycznie 
najczęściej występujących w poszczególnych godzinach 
doby (grafik statystycznie najczęstszy). W tym celu dla N 
analizowanych takich samych dni poprzedzających najpierw 
określa się maksymalną wartość godzinowego zużycia ener-
gii (Emax(h)), jakie wystąpiło w tym okresie. Następnie obli-
czane są granice poszczególnych przedziałów zużycia 
równe (mniejsza szerokość dwóch pierwszych przedziałów 
umożliwia zróżnicowanie bardzo niskich obciążeń): 
(0, 0,05Emax(h)], (0,05Emax(h), 0,1Emax(h)], (0,1Emax(h), 
0,2Emax(h)], (0,2Emax(h), 0,3Emax(h)], …, (0,9Emax(h), Emax(h)]. 
Dla tak zdefiniowanych przedziałów sprawdza się, ile razy 
obciążenie w danej godzinie w ciągu N analizowanych dni 
zawierało się w poszczególnych przedziałach i wyszukuje się 
przedział z największą liczbą zliczeń. Środek tego przedziału 
przyjmowany jest jako obciążenie statystycznie najczęściej 
występujące w danej godzinie doby w ciągu N analizowa-
nych dni. Rysunek 8 przedstawia grafik statystycznie naj-
częstszy utworzony opisaną metodą dla czterech wtorków, 
dla których dobowe przebiegi obciążenia zostały zilustro-
wane na rys. 1 ÷ 4. 
 

 
 

Rys. 8. Statystycznie najczęstsze obciążenie odbiorcy komunalno-
bytowego w poszczególnych godzinach wyznaczone dla czterech 
kolejnych wtorków (zużycie dobowe 7,08 kWh) 

 
 Opracowane grafiki: średni (rys. 5), „typowy” (rys. 7) i sta-
tystycznie najczęstszy (rys. 8), określone dla N analizowa-
nych takich samych dni poprzedzających, w kolejnym kroku 
są wykorzystywane do wyznaczenia prognozy zapotrzebo-
wania dla rozpatrywanego dnia n. W tym celu dokonuje się 
odpowiedniego „złożenia” tych grafików z uwzględnieniem 
wag, co wyraża wzór: 

 

 𝐸𝑛𝑝(ℎ) = 𝑤1𝐸ś𝑟(ℎ) + 𝑤2𝐸𝑡𝑦𝑝(ℎ) + 𝑤3𝐸𝑠𝑡(ℎ), (2) 

gdzie: 
Etyp(h) - „typowe” zużycie energii w godzinie h, 
Est(h) - statystycznie najczęstsze zużycie energii w go-

dzinie h, 
w1, w2, w3 - wagi poszczególnych składników prognozy (na-

leży pamiętać, że dla w1 = 1 i w2 = w3 = 0 otrzy-
muje się model naiwny wyrażony wzorem (1)). 

Na rys. 9 przedstawiono prognozę wygasłą zapotrzebowania 
odbiorcy w dniu n (wtorek, 18.06.2019), określoną zapropo-
nowaną metodą dla czterech kolejnych wtorków poprzedza-
jących, przy założeniu jednakowych wag (w1 = w2 = w3 = 1/3) 
poszczególnych składników prognozy. 
 

 
 

Rys. 9. Prognoza wygasła zapotrzebowania na energię elektryczną 
w dniu n (wtorek, 18.06.2019) określona zaproponowaną metodą 
(zużycie rzeczywiste 8,44 kWh, zużycie prognozowane 6,97 kWh) 
 

 Zależność (2) definiuje, oparty na założeniach metody 
naiwnej, hybrydowy model prognostyczny, wykorzystujący 
historyczne dane pomiarowe. Model ten należy poddać od-
powiedniej kalibracji, polegającej na określeniu optymalnej 
liczby kolejnych takich samych dni poprzedzających (N) oraz 
wag poszczególnych składników prognozy (w1, w2, w3). 
 

Kalibracja modelu prognostycznego 
 Do kalibracji (a następnie do walidacji) zaproponowa-
nego modelu prognostycznego (2) wykorzystano roczne 
dane pomiarowe dotyczące zużycia energii dla dziesięciu 
wybranych odbiorców z obszaru miejsko-wiejskiego zlokali-
zowanych w promieniu 30 km. Wykorzystane dane miały 
rozdzielczość godzinową i pochodziły z liczników rozliczenio-
wych energii elektrycznej zainstalowanych u tych odbiorców. 
W tabeli 1 podano najważniejsze dane charakteryzujące roz-
patrywanych odbiorców. Wybrani odbiorcy zostali losowo po-
dzieleni na dwie równoliczne grupy. Dane pomiarowe dla od-
biorców z grupy pierwszej (O1, O3, O4, O7 i O9) zostały wy-
korzystane do kalibracji modelu, natomiast dane dla odbior-
ców z grupy drugiej (O2, O5, O6, O8 i O10) do jego walidacji, 
co opisano w kolejnej części artykułu. 
 

Tabela 1. Dane charakteryzujące odbiorców wykorzystanych do ka-
libracji i walidacji zaproponowanego modelu prognostycznego (2) 

Odbiorca 
Moc umowna, 

kW 
Moc szczytowa 

(godzinowa), kW 
Roczne zużycie 

energii, kWh 

O1 6 3,21 3 978 

O2 16 3,73 3 812 

O3 20 5,54 3 737 

O4 14 3,40 3 719 

O5 15 3,58 3 649 

O6 21 5,32 3 625 

O7 17,3 3,54 3 537 

O8 15 3,16 2 886 

O9 5,7 3,28 2 720 

O10 17,3 2,39 2 313 
 

 Kalibracja zaproponowanego modelu prognostycznego 
(2) polegała na dobraniu liczby kolejnych takich samych dni 
poprzedzających (N) oraz wartości wag (w1, w2, w3) w taki 
sposób, aby zminimalizować błędy prognozy zapotrzebowa-
nia w dniu n, w stosunku do rzeczywistego zużycia, jakie wy-
stąpiło w tym dniu. Poszukując optymalnych wartości N oraz 
w1, w2 i w3 obliczano błędy zdefiniowane zależnościami: 



PRZEGLĄD ELEKTROTECHNICZNY, R. 101 NR 5/2025                                                                                      23 

 

 𝑀𝐴𝐸 =
1

24
∑ |𝐸𝑛𝑟(ℎ) − 𝐸𝑛𝑝(ℎ)|24

ℎ = 1 , (3) 

 

 𝑅𝑀𝑆𝐸 = √ 1

24
∑ (𝐸𝑛𝑟(ℎ) − 𝐸𝑛𝑝(ℎ))

2
24
ℎ = 1 , (4) 

 

 𝑀𝐴𝑃𝐸 =
1

24
∑ |

𝐸𝑛𝑟(ℎ)−𝐸𝑛𝑝(ℎ)

𝐸𝑛𝑟(ℎ)
|24

ℎ = 1 ∙ 100%, (5) 

 
gdzie: 
Enr(h) - rzeczywiste zużycie energii w dniu n w godzinie h. 
 
 Kalibracja modelu (2) została wykonana dwuetapowo. 
W pierwszym etapie poszukiwano optymalnej liczby dni po-
przedzających (N), przy przyjęciu jednakowych wartości wag 
poszczególnych składników prognozy (w1 = w2 = w3 = 1/3). 
Obliczenia wykonano dla pięciu odbiorców, dla których lo-
sowo wybierano różne dni tygodnia (dni n) w różnych okre-
sach roku. Prognozy dla tych dni były wyznaczane dla N = 2, 
3, …, 10. Przykładowe wyniki obliczeń przedstawiono w ta-
beli 2 (wytłuszczono liczbę dni poprzedzających, dla których 
uzyskano najmniejszą wartość błędu MAPE). Otrzymane wy-
niki wskazują, że liczba takich samych dni poprzedzających 
(N), dla których uzyskano najmniejsze wartości błędów okre-
ślonych zależnościami (3) ÷ (5) wynosi zwykle od 3 do 5. 
 

Tabela 2. Błędy prognozy uzyskane modelem prognostycznym (2) 
dla różnej liczby takich samych dni poprzedzających N  

Odbiorca 
Dzień 

prognozy 
(dzień n) 

Liczba dni 
poprzedzają-

cych (N) 

Błędy prognozy 

MAE 
kWh 

RMSE 
kWh 

MAPE 
% 

O3 08.08 

2 0,13 0,25 30,17 

3 0,13 0,26 32,21 

4 0,13 0,25 29,82 

5 0,12 0,24 27,70 

6 0,13 0,25 33,93 

7 0,13 0,25 33,47 

8 0,14 0,26 34,55 

9 0,14 0,25 34,17 

10 0,14 0,26 34,68 

O4 12.06 

2 0,14 0,23 37,85 

3 0,12 0,20 33,33 

4 0,14 0,28 36,30 

5 0,16 0,28 37,48 

6 0,16 0,28 35,62 

7 0,16 0,28 37,46 

8 0,16 0,27 36,72 

9 0,16 0,26 38,51 

10 0,16 0,28 40,50 

O9 02.11 

2 0,19 0,23 34,95 

3 0,17 0,21 28,93 

4 0,16 0,22 25,43 

5 0,17 0,21 27,17 

6 0,15 0,21 25,62 

7 0,17 0,22 27,71 

8 0,17 0,21 26,64 

9 0,18 0,22 27,12 

10 0,19 0,24 28,90 
 

 W drugim etapie kalibracji wyznaczono optymalne warto-
ści współczynników w1, w2 i w3, przyjmując, że liczba takich 
samych dni poprzedzających N jest równa 3, 4 lub 5. Obli-
czenia wykonano przy zastosowaniu algorytmu optymaliza-
cyjnego PSO (Particle Swarm Optimization) [25], przy zało-
żeniu, że funkcją celu jest minimalizacja błędu MAPE (5), 
a wartości wag spełniają następujące ograniczenia: w1, w2, 

w3  [-1, 1], w1 + w2 + w3 = 1. Przykładowe wyniki obliczeń 
zestawiono w tabeli 3. Analiza pełnego zbioru uzyskanych 
wyników wykazała, że dla większości przypadków w1 = 1, 
a wartości w2 i w3 zawierają się zwykle w przedziale od -0,3 
do 0,3 i mają taką samą wartość bezwzględną, ale przeciwne 

znaki (w2 częściej jest dodatni). Dla zoptymalizowanych war-
tości wag błędy MAPE (tabela 3) osiągają niższe wartości, w 
porównaniu z wartościami uzyskanymi dla jednakowych 
współczynników wagowych (tabela 2). 
 

Tabela 3. Wartości wag poszczególnych składników prognozy mo-
delu (2) minimalizujące błąd MAPE 

Odbiorca 
Dzień  

prognozy 
(dzień n) 

Liczba dni 
poprzedzają-

cych (N) 

Wagi poszczególnych 
składników prognozy 

MAPE 
% 

w1 w2 w3 

O3 

01.08 

3 1,00 0,07 -0,07 23,16 

4 1,00 -0,11 0,11 23,49 

5 1,00 0,11 -0,11 21,97 

08.08 

3 1,00 -0,05 0,05 28,43 

4 1,00 -0,07 0,07 27,86 

5 1,00 -0,05 0,05 25,54 

O4 

12.06 

3 -0,04 1,00 0,04 25,64 

4 1,00 -0,07 0,07 32,77 

5 -0,10 1,00 0,10 32,45 

12.10 

3 1,00 0,39 -0,39 29,54 

4 0,62 0,38 0,00 25,32 

5 0,27 0,60 0,13 27,80 

O9 

02.11 

3 0,00 0,89 0,10 26,76 

4 -0,26 1,00 0,26 22,55 

5 0,10 0,96 -0,06 26,00 

07.12 

3 1,00 -0,08 0,08 26,75 

4 1,00 0,17 -0,17 30,73 

5 1,00 -0,20 0,20 25,90 
 

Walidacja modelu prognostycznego 
 Uwzględniając wyniki otrzymane podczas kalibracji mo-
delu prognostycznego (2), przy jego walidacji przyjęto, że 
liczba takich samych dni poprzedzających (N) wynosi od 3 
do 5, a współczynniki wagowe są równe w1 = 1, w2 = 0,3, w3 
= -0,3. Dla takich parametrów modelu wyznaczono prognozy 
dla odbiorców z drugiej grupy (O2, O5, O6, O8 i O10). War-
tości błędów prognozy dla wybranych przypadków zesta-
wiono w tabeli 4, przy czym, dla porównania, podano również 
wartości błędów uzyskane przy zastosowaniu metody naiw-
nej (1). W większości przeanalizowanych przypadków błędy 
prognozy uzyskane za pomocą zaproponowanego modelu 
(2), w szczególności błąd MAPE, były niższe niż błędy uzy-
skane dla metody naiwnej (1). Pozwala to wnioskować 
o przydatności zaproponowanego modelu do prognozowa-
nia bazowego obciążenia odbiorców komunalno-bytowych. 
 

Tabela 4. Porównanie dokładności prognoz uzyskanych metodą na-
iwną (1) z prognozami uzyskanymi zaproponowanym modelem (2) 

Od-
biorca 

Dzień 
pro-

gnozy 
n 

Liczba 
dni po-
prze-
dzają-
cych N 

Metoda naiwna (1) 
Model progno-

styczny (2) 

MAE 
kWh 

RMSE 
kWh 

MAPE 
% 

MAE 
kWh 

RMSE 
kWh 

MAPE 
% 

O2 25.03 

3 0,12 0,18 39,34 0,12 0,18 38,35 

4 0,11 0,17 34,39 0,11 0,17 32,72 

5 0,11 0,17 30,98 0,12 0,20 35,84 

O5 29.05 

3 0,17 0,28 34,62 0,20 0,35 35,47 

4 0,13 0,21 25,97 0,14 0,26 23,86 

5 0,10 0,17 20,77 0,08 0,11 17,15 

O10 13.11 

3 0,11 0,18 30,59 0,11 0,19 28,43 

4 0,11 0,18 30,30 0,11 0,19 29,68 

5 0,10 0,17 27,06 0,10 0,17 25,93 
 

Zastosowanie zaproponowanego modelu prognostycz-
nego do określania bazowego obciążenia odbiorcy ko-
munalno-bytowego 
 W omówionych dotychczas badaniach korzystano z po-
miarów zarejestrowanych przez liczniki rozliczeniowe nale-
żące do OSD. Wykorzystane pomiary stanowiły więc całko-
wite obciążenie analizowanych odbiorców, obejmujące za-
równo ich obciążenia bazowe, na które składają się odbior-
niki o niesterowanym czasie załączania (np. oświetlenie, lo-
dówki, telewizory, komputery, kuchenki, drobny sprzęt AGD, 
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pompy obiegowe CO i CWU, itp.), jak i obciążenia dodatkowe 
(potencjalnie sterowalne), na które składają się odbiorniki, 
których czas załączenia można zaprogramować (pralki, zmy-
warki, suszarki do ubrań, bojlery i grzejniki elektryczne, kli-
matyzatory, itp.). Dla takich pomiarów przeprowadzono kali-
brację i walidację zaproponowanego modelu prognostycz-
nego (2). Celem niniejszego artykułu jest opracowanie me-
tody prognozowania bazowego (nie całkowitego) obciążenia 
odbiorcy komunalno-bytowego. W tej części przedstawiono 
wyniki działania zaproponowanego modelu prognostycz-
nego (2) w tym zastosowaniu. 
 Do weryfikacji przydatności modelu (2) do prognozowa-
nia obciążenia bazowego wykorzystano wyniki pomiarów za-
rejestrowanych przez dedykowany system pomiarowy zain-
stalowany w budynku mieszkalnym należącym do jednego 
z autorów artykułu. System ten umożliwia rejestrację całko-
witego obciążenia budynku, jak również rejestrację obciąże-
nia odbiorników przeznaczonych do zdalnego załączania 
przez system HEMS (odbiorniki o sterowanym czasie załą-
czania obejmują: zmywarkę, pralkę, suszarkę do ubrań oraz 
ładowarkę roweru elektrycznego). Zatem na podstawie ta-
kiego zbioru pomiarów można określić bazowe obciążenie 
budynku w poszczególnych dniach poprzedzających N, sta-
nowiące podstawę do opracowania prognozy obciążenia ba-
zowego w analizowanym dniu n. Przykładowe wyniki pomia-
rów, zarejestrowanych w sobotę, 31 sierpnia 2024 r., przed-
stawiono na rys. 10. W tym dniu obciążenie całkowite bu-
dynku wyniosło 19,32 kWh, a obciążenie bazowe było równe 
15,94 kWh. Na obciążenie dodatkowe (3,38 kWh) złożyła się 
energia zużyta przez: zmywarkę (1,15 kWh), pralkę 
(0,5 kWh), suszarkę do ubrań (0,65 kWh) oraz ładowarkę ro-
weru elektrycznego (1,05 kWh). 
 

 
 

Rys. 10. Obciążenie bazowe oraz obciążenie dodatkowe (odbiorniki 
o sterowanym czasie załączania) analizowanego odbiorcy komu-
nalno-bytowego w sobotę, 31 sierpnia 2024 r. 
 

 Efekty działania modelu prognostycznego (2) w zastoso-
waniu do prognozowania bazowego obciążenia odbiorcy ko-
munalno-bytowego zostaną przedstawione na przykładzie 
prognoz wyznaczonych dla trzech kolejnych, takich samych 
dni roboczych (dni prognozy n obejmują środy: 3, 10 i 17 
lipca 2024 r.). W obliczeniach przyjęto parametry modelu (2) 
podane w poprzedniej części artykułu. Prognozy wykonano 
dla N = 3, 4, 5 kolejnych takich samych dni poprzedzających. 
Wyniki podsumowujące przeprowadzone obliczenia zapre-
zentowano w tabeli 5. Z kolei na rys. 10 ÷ 13 porównano do-
bowe przebiegi zmierzonego (rzeczywistego) obciążenia ba-
zowego z przebiegami wyznaczonymi za pomocą modelu 
(2), dla N = 5 kolejnych takich samych dni poprzedzających. 
 Analizując uzyskane wyniki można zauważyć, że maksy-
malna różnica między rzeczywistym a prognozowanym ba-
zowym zużyciem energii elektrycznej w rozpatrywanych 
dniach wynosi od 1 kWh do 1,6 kWh (około 10% zużycia do-
bowego). Z kolei błędy MAPE zawierają się w przedziale od 
20% do 30%. Otrzymana dokładność prognozy jest porów-
nywalna z dokładnością, którą inni autorzy uzyskali dla tego 
rodzaju zadania prognostycznego (prognozowanie zapotrze-
bowania pojedynczego odbiorcy komunalno-bytowego) 
z wykorzystaniem znacznie bardziej zaawansowanych me-
tod, opartych na sztucznych sieciach neuronowych. Przykła-
dowo, błędy MAPE dla prognoz dobowych dla okresu 

rocznego, uzyskane dla 42 przeanalizowanych odbiorców 
przy wykorzystaniu metody zaproponowanej w artykule [26], 
zawierały się zwykle w granicach od 30% do 50%. Z kolei 
analizy wykonane w artykule [27] dla 1181 odbiorców wska-
zują, że dla odbiorców o największej zmienności obciążenia 
w tej grupie dobowe błędy MAPE w miesiącu o najwyższym 
zapotrzebowaniu w ciągu roku kształtowały się na poziomie 
od kilkunastu do nawet 100%. Zatem dokładność prognoz 
bazowego obciążenia odbiorcy uzyskiwana z wykorzysta-
niem zaproponowanego modelu (2) jest zadowalająca, aby 
zaproponowana metoda mogła zostać zastosowana w sys-
temie HEMS, służącym do zarządzania energią elektryczną 
w budynku mieszkalnym wyposażonym w źródło fotowolta-
iczne, magazyn energii i sterowane odbiorniki. 
 

Tabela 5. Rzeczywiste i prognozowane bazowe zużycie energii oraz 
błędy prognoz obciążenia bazowego odbiorcy komunalno-bytowego 
uzyskane przy zastosowaniu zaproponowanego modelu (2) 

Dzień 
prognozy 

n 

Liczba dni 
poprze-

dzających 
N 

Bazowe zużycie energii Błędy prognozy 

rzeczywiste, 
kWh 

prognozo-
wane, kWh 

MAE 
kWh 

RMSE 
kWh 

MAPE 
% 

03.07 

3 

11,79 

10,92 0,13 0,18 25,34 

4 10,87 0,14 0,21 24,89 

5 10,84 0,12 0,19 22,30 

10.07 

3 

12,49 

11,89 0,11 0,16 23,00 

4 11,18 0,11 0,15 20,73 

5 10,88 0,10 0,14 18,14 

17.07 

3 

12,39 

12,36 0,16 0,24 29,80 

4 11,88 0,15 0,23 27,19 

5 11,29 0,16 0,25 27,25 
 

 
 

Rys. 11. Rzeczywiste i prognozowane bazowe zużycie energii ana-
lizowanego odbiorcy komunalno-bytowego w środę, 3 lipca 2024 r. 
 

 
 

Rys. 12. Rzeczywiste i prognozowane bazowe zużycie energii ana-
lizowanego odbiorcy komunalno-bytowego w środę, 10 lipca 2024 r. 
 

 
 

Rys. 13. Rzeczywiste i prognozowane bazowe zużycie energii ana-
lizowanego odbiorcy komunalno-bytowego w środę, 17 lipca 2024 r. 
 

Podsumowanie 
 Dobowe profile zapotrzebowania na energię elektryczną 
indywidualnych odbiorców komunalno-bytowych charaktery-
zują się dużą zmiennością, wynikającą z różnorodności za-
chowań tych odbiorców, stymulowanych dodatkowo przez 
szeroką gamę czynników zewnętrznych. W efekcie progno-
zowanie tego rodzaju przebiegów z odpowiednio wysoką do-
kładnością jest zadaniem skomplikowanym, wymagającym 
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często wykorzystania zaawansowanych metod obliczenio-
wych, bazujących na szerokim zakresie danych wejścio-
wych. To sprawia, że tak rozbudowane metody mogą stwa-
rzać problemy w zastosowaniu w budynkowych systemach 
zarządzania energią HEMS. Istnieje zatem konieczność po-
szukiwania prostszych rozwiązań, które jednocześnie będą 
cechowały się odpowiednią, do tego zastosowania, jakością 
generowanych prognoz. 
 W artykule zaproponowano metodę prognozowania za-
potrzebowania odbiorcy komunalno-bytowego opartą na idei 
metody naiwnej, która do obliczeń wykorzystuje godzinowe 
pomiary zużycia energii z kilku takich samych dni poprzedza-
jących. Na podstawie takiego zestawu pomiarów wyzna-
czane są przebiegi opisujące w różny sposób dobowe obcią-
żenie analizowanego odbiorcy: grafik średni, tzw. grafik „ty-
powy” i grafik statystycznie najczęstszy, a prognoza wyzna-
czana jest przez zsumowanie powyższych grafików, 
z uwzględnieniem odpowiednich wag.  
 Zaproponowany model prognostyczny został skalibro-
wany przy wykorzystaniu rzeczywistych danych pomiaro-
wych pochodzących z liczników rozliczeniowych odbiorców 
należących do grupy taryfowej G11. Liczba takich samych 

dni poprzedzających, dla których uzyskano największą do-
kładność prognozy wynosi od 3 do 5. Wagi, z którymi sumo-
wane są poszczególne składniki prognozy, wyznaczone przy 
użyciu metody optymalizacji PSO, są niejednakowe. Naj-
większą wagę ma grafik średni. Wagi dwóch pozostałych 
składników – grafiku „typowego” i statystycznie najczęst-
szego – są niższe oraz mają jednakową wartość bez-
względną, ale przeciwne znaki. Tak skalibrowany model dał 
błędy porównywalne z innymi, bardziej zaawansowanymi 
modelami. Dzięki prostocie opracowanego modelu progno-
stycznego istnieje możliwość jego praktycznej implementacji 
w systemie HEMS, zarządzającym energią w budynku wypo-
sażonym w źródło fotowoltaiczne, magazyn energii i stero-
wane odbiorniki. 
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