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Rozklad wielkosci krysztatdw nadzorowany przez agenta
uczenia ze wzmochieniem z wykorzystaniem czujnika tomografii
hybrydowej w procesie krystalizaciji

Streszczenie. W pracy opisano wykorzystanie uczenia ze wzmocnieniem w modelu Simulink do symulacji sterowania procesem krystalizacji.
Przedstawiono réwniez stanowisko akwizycji danych tomograficznych stuzgce do sterowania rzeczywistym procesem Krystalizacji zarzgdzanym
agentem uczenia ze wzmocnieniem. Rekonstrukcja obrazu z systemu tomograficznego umozliwia agentowi uczenia ze wzmocnieniem uzyskanie
dodatkowych danych w czasie rzeczywistym o stanie $rodowiska, co z kolei pozwoli kontrolerowi na prowadzenie procesu.

Abstract. This paper describes the use of reinforcement learning in the Simulink model to simulate the control of the crystallization process. A
tomographic data acquisition workstation for controlling the actual crystallization process managed by a reinforcement learning agent is also
presented. Reconstructing the image from the tomographic system allows the reinforcement learning agent to obtain additional real-time data about
the state of the environment, which in turn will allow the controller to guide the process. (Crystal size distribution supervised by a reinforcement
learning agent using a tomography sensor during the crystallization process)

Stowa kluczowe: Uczenie ze wzmocnieniem, krystalizacja, Simulink, tomografia.
Keywords: Reinforcement learning, crystallization, Simulink, tomography.

Wstep

Krystalizacja jest procesem oczyszczania i separacji
stosowanym w wielu operacjach w produkcji zywnosci, w
przemysle chemicznym, w przemysle farmaceutycznym, w
przemysle nawozowym itp. Wiekszo$¢ produktow statych
zawiera krystalizacje w swoim procesie produkcyjnym, a
zatem optymalizacja procesu krystalizacji moze mieé
znaczacy wptyw na wiasciwosci duzej ilosci produktéw
koncowych. Istnieje wiele metod przesycania wywotujgcego
krystalizacje, takich jak chtodzenie, odparowanie,
dodawanie antyrozpuszczalnika, przeprowadzanie reakcji
chemicznych (np. zmiana ph) itp. W kazdym z tych
przypadkéw celem jest przesycenie roztworu do poziomu
wywotujgcego zarodkowanie i rozrost krysztatéw. Kontrola
procesu krystalizacji jest ktopotliwa, nieliniowe warunki

mieszania, niekontrolowana szybko$¢ dodawania
rozpuszczalnika, opoéznienia w kontroli i sterowania
temperaturg, nieoczekiwane przemiany, szybkosé

krystalizacji w czasie, zmiany rozmiaru krysztatow i
trudnosci w skalowaniu procesu z wielkosci laboratoryjnych
do wielkosci przemystowych powodujg niekorzystne efekty.
Najczesciej parametrami nadzorowanymi podczas procesu
krystalizacji sg koncentracja czastek i rozktad wielkosci
krysztatéw, okreslane na podstawie zarodkowania i wzrostu
krysztatbw. Celem precyzyjnej kontroli i sterowania
procesem jest uzyskanie oczekiwanych parametrow
produktu koncowego [1-7]. W niniejszej pracy zastosowano
symulacje krystalizacji wsadowej z kontrolg chtodzenia w
celu osiggniecia przesycenia. Sterownik chtodzenia zostat
zdefiniowany przy uzyciu agenta uczenia ze wzmochieniem
[8] w oprogramowaniu Matlab i Simulink [9]. W czesci
drugiej przedstawiono stanowisko pomiarowe
wykorzysujgce jednoczesnie tomografie impedancyjng,
pojemnosciowg oraz ultradzwiekowg do pozyskania danych
rzeczywistego procesu krystalizacji metodg przesycenia
wywotanego dodawaniem rozpuszczalnika, gdzie
sterowaniu podlega szybko$é podawanego rozpuszczalnika
oraz  szybko$¢  mieszania roztworu mieszadiem
mechanicznym. Rekonstrukcje tomograficzne w tym
przypadku zapewniajg dostarczanie danych z procesu tym
samym sg wykorzystane w sprzezeniu zwrotnym
zamknietej petli kontrolera. Prace zwigzane ze sterowaniem
procesem krystalizacji za pomocg przetwarzania obrazu

byly juz prowadzone [10-12], jednak nie wykorzystywaty
one rekonstrukcji tomograficznych a obrazy mikroskopowe.

Uczenie ze wzmochieniem

Agent uczenia ze wzmocnieniem do sterowania
procesem wykorzystuje doswiadczenie zdobyte podczas
uczenia z symulacji lub bezposrednio z procesu
krystalizacji. W przeciwienstwie do tradycyjnych metod
sterowania przebiegiem procesu za pomocg réwnania
bilansu populacji (population balans equation) [13] kontroler
oparty na uczeniu ze wzmocnieniem nie musi rozwigzywac

w czasie rzeczywistym problemu optymalizacyjnego
polegajagcego na doborze parametréw sterowania
prowadzgcym do uzyskania oczekiwanego rozkfadu

wielkosci krysztatow i ich koncentraciji, gdyz sie¢ neuronowa
takg optymalizacje przeszta na etapie uczenia sie reakcji na

stan srodowiska.
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Rys.1. Schemat procesu uczenia si¢ ze wzmocnieniem

Podstawowy schemat uczenia ze wzmocnieniem
przedstawiony zostat na rysunku 1. Schemat zawiera dwa
bloki: Agenta i Srodowisko. Agent wchodzi w interakcje ze
Ssrodowiskiem za pomocag predefiniowanych akcji A. W
pierwszym kroku Agent obserwuje stan S; i warto$¢ nagrody
R, a nastepnie agent wykonuje akcje A: z zestawu akcji A,
ktéra zmienia stan Srodowiska z S; na S zgodnie z
ponizszym rozktadem prawdopodobienstwa.

p(s',rls,a) =Pr{S, =s",R, =r|S;_y = 5,4,_1 = a}

Z Z p(s',rls,a) =1
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Stan S; opisuje aktualng sytuacie w $rodowisku
(obserwowane wtasciwosci srodowiska), a funkcja nagrody
zwraca wartos¢ R, czyli metryke obliczang dla kazdego
kroku skorelowang z aktualnym stanem $rodowiska.
Algorytm dziata w petli, generujac kolejng akcje A1 i
odczytujgc wyniki: stan Si1 i nagrode Ri+1. Celem uczenia
przez wzmocnienie jest nauczenie agenta interakcji ze
Srodowiskiem w taki sposob, aby w wyniku dziatania
procesu doprowadzi¢ srodowisko do mozliwie najlepszego
stanu [14, 15]. W omawianym przypadku srodowiskiem jest
proces krystalizacji, zbiér akcji A zawiera liste mozliwych
zmian temperatury dla kazdego kroku czasowego procesu,
stan Sw1 zawiera warto$¢ koncentracji krysztatéw oraz
trzeci moment rozkiadu wielkosci krysztatow dla dwoch
ostatnich krokéw t i t+1, a nagroda R4 zwraca wartosé
obliczong przez funkcje nagrody, taczacg réznice aktualne;j i

oczekiwanej koncentracji oraz réznice trzeciego momentu
rozkladu wielkosci czgstek dla aktualnej i oczekiwanej
wartosci. Zestaw krokdéw wykorzystywanych przez agenta
do sterowania procesem nazywany jest strategig. Strategia
budowana jest na podstawie zestawu rekordow interakc;ji i
nagrod dla kazdego ze stanéw. Taki zestaw nazywany jest
funkcjg wartosci. Funkcje wartosci sg zazwyczaj tablicami z
danymi lub tez funkcjami liniowymi. W zwigzku z
ograniczeniami takich rozwigzan oraz coraz
powszechniejszym wykorzystaniem sztucznej inteligencji,
jako funkcje wartosci zaczeto uzywaé sieci neuronowe, sg

one w stanie uczy¢ sie znaczenie wigkszej iloSci
réznorodnych  probleméw, niz odpowiedniki funkcji
liniowych, przy uzyciu algorytméw gradientowych,
minimalizujagc  rozbieznosci pomiedzy  oczekiwanymi

wynikami a wynikami przewidywanymi.

Rys.2. Model SIMULINK krystalizacji wsadowej z nadzorem agenta Reinforcement Learning
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Algorytmy gtebokiego uczenia ze wzmocnieniem
odnoszg sukcesy przewyzszajgc jakos¢  wynikow
sterowania w odniesieniu do sterowania przez cztowieka.
Przyktadem moze by¢ gra AlphaGo [16] czy gry Atari [17].

Model procesu

Model sterowania krystalizacja wsadowg oparty na
uczeniu ze wzmocnieniem  skonfigurowano zgodnie z
rysunkiem 2 w systemie symulacji procesu w czasie
Simulink. Jest to rozszerzona wersja schematu blokowego
Simulinka dla procesu krystalizacji KNO3 (azotanu potasu)
wykorzystujgcego blok PCSS [18]. Gléwnym elementem
regulatora jest agent uczenia ze wzmocnieniem (ang.
Reinforcement Learning Agent). Agent zasilany jest danymi
z symulacji procesu generowanymi przez modut PCSS na
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podstawie temperatury czynnika, wartoscig nagrody oraz
flagg zakonczenia procesu.

Table1. Struktura sieci neuronowej aktora agenta PPO

Name Type Activations Learnable Prope...

input_1 Feature Input 4(C) = 1(8)

fc_1 Fully Connected 256(C) = 1(B) Weights 256 = 4

256 1 Bias 256 = 1

relu_body ReLU 256(C) = 1(B)

fc_body Fully Connected 256(C) = 1(B) Weights 256 x 258
5 conn Bias 256 1

body_output RelU 256(C) = 1(B)

fc_action Fully Connected 2(C) x

Weights 2 = 256

Blas 2x1

Softmax 2(C) = 1(B)
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Wektor danych przekazywanych z PCSS do agenta
zawiera wartosci stezenia i trzeciego momentu rozktadu
wielkosci krysztatdbw zaréwno dla biezgcego, jak i
poprzedniego kroku. Pozostate parametry sg zwracane
przez funkcje nagrody. Jako kalkulator nagrody
wykorzystano funkcje Matlab S-Function, w ktérej wartosé
nagrody jest obliczana na podstawie koncentracji
krysztatéw, wartosci trzeciego momentu rozktadu wielkosci
krysztatbw i temperatury roztworu. W  systemie
wykorzystano agenta PPO (ang .Proximal Policy
Optimization) [19] ktéry naprzemiennie pobiera dane ze
$srodowiska i optymalizuje funkcje celu zastepczego
wykorzystujac algorytmy gradientowe. Cechg
charakterystyczng algorytmu PPO jest fakt Zze kazda
optymalizacja realizowana jest na podstawie wielu epok.
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Rys.3. Nagroda w kolejnych epokach uczenia sztucznej sieci
neuronowej

Strukture sztucznej sieci neuronowej dla
zastosowanego algorytmu PPO przedstawiono w tabeli 1.
Wyniki uczenia agenta wykazujg, ze agent potrafi sterowaé
procesem w sposob prowadzacy do uzyskania zaréwno
wysokich nagrod w kolejnych epokach (rysunek 3) jak
réwniez oczekiwanych wartosci koncentracji i rozktadu
wielkosci krysztatdbw, a dodatkowo ma tendencje do
uzyskiwania oczekiwanych rezultatbw w mozliwie krétkim
czasie.

Rys.4. Parametry procesu sterowanego wytrenowanym agentem
uczenia ze wzmocnieniem

Prezentowane wykresy (rysunek 4) przedstawiajg
przebieg temperatury zaproponowany przez agenta uczenia
ze wzmocnieniem oraz stezenie czgstek i trzeci moment
rozktadu wielkosci krysztatéw, a takze warto$¢ nagrody dla

kazdego kroku czasowego i wartos¢ nagrody w catym
procesie (10000 krokéw).

Hybrydowy system tomograficzny

Prowadzone sg nowatorskie badania z wykorzystaniem
systeméw tomografii elektrycznej (EIT, ECT) oraz
tomografii ultradzwiekowej (UST) do monitorowania
proceséw  produkcyjnych, takich jak  fermentacja,
krystalizacja i podobne [20-29]. W niniejszej pracy
przeprowadzono  pomiary  procesu  krystalizacji z
wykorzystaniem hybrydowego systemu tomograficznego
(rysunek 5). Diagram przeplywu danych w procesie

sterowania i akwizycji przedstawiono na rysunku 6.

Rys.5. Hybrydowy tomograf EIT i ECT, Hybrydowy Sensor
Tomograficzny, Tomograf UST
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Rys.6. Diagram przeptywu danych, w procesie akwizycji i
sterowania obiektem

Blok granatowy symbolizuje obiekt kontrolowany, w tym
przypadku krystalizator. Bloki zielone reprezentujg czes¢
sprzetowg systemu, odpowiednio systemy wykonawcze jak
pompy, mieszacze, zawory, systemy akwizycji danych tj.
sensory i sondy tomograficzne oraz czujniki wielkosSci
fizycznych  np.  temperatury. Bloki pomaranczowe
symbolizujg czes¢ programowg systemu, w tym moduty
rekonstruujgce obraz z systemow tomograficznych,
jednostke kontrolng ktorej zadaniem jest przygotowanie i
zarzgdzanie przeptywem danych do agenta uczenia ze
wzmocnieniem, i ostatecznie agent RL, ktérego zadaniem
jest optymalne sterowanie procesem produkcji krysztatow.

104 PRZEGLAD ELEKTROTECHNICZNY, ISSN 0033-2097, R. 99 NR 3/2023



Podsumowanie

Rekonstrukcja obrazu z systemu tomograficznego
umozliwa agentowi uczenia ze wzmocnieniem uzyskanie
dodatkowych danych w czasie rzeczywistym o stanie
srodowiska, co z kolei pozwoli kontrolerowi na prowadzenie
procesu w sposéb bardziej optymalny tym samym
uzyskujac lepszg jakos¢ produktu. Przyszte prace bedag
koncentrowa¢ sie na nauczeniu agenta uczenia ze
wzmocnieniem sterowania procesem krystalizacji z
wykorzystaniem pomiaréw tomograficznych i
rekonstruowanych obrazéw.
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