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Rozpoznawanie i rekonstrukcja obrazéw jako problem odwrotny
z zastosowaniem systemu uczenia maszynowego

Streszczenie. Rekonstrukcja i rozpoznawanie obrazéw jest typowym problemem wystepujacym w wielu systemach przetwarzania obrazéw.
Zagadnienie to mozna sformutowac jako rozwigzanie problemu odwrotnego. W artykule zaprezentowano autorski model systemu uczenia
maszynowego, ktéry moze by¢ wykorzystany do rekonstrukcji i rozpoznawania obrazéw na podstawie ich liniowych projekcji.

Abstract. Image reconstruction and recognition is a common problem found in many image processing systems. This problem can be formulated as
a solution to the inverse problem. The article presents the author's model of a machine learning system that can be used for the reconstruction and
recognition of images based on their linear projections. (Image Recognition and Reconstruction as Inverse Problem, Using Machine Learning

System).
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Wstep

Systemy rekonstrukcji i rozpoznawania obrazéw
wykorzystujgce klasyczne metody sg obecnie uzupetniane i
czesciowo zastepowane systemami sztucznej inteligenciji
do ktérych =zaliczane sg takze algorytmy uczenia
maszynowego. Przeglad metod uczenia maszynowego w
rozpoznawaniu obrazéw ze szczegdlnym uwzglednieniem
zastosowan medycznych mozna znalez¢ w pracach [1-4].
Warto zauwazyé, ze obecne systemy rekonstrukcji i
rozpoznawania obrazéw oparte sg najczesciej na
algorytmach optymalizacji z ograniczeniami przy zasto-
sowaniu odpowiednio dobranych metod regularyzac;i [5].

Ostatnio szeroko stosowane algorytmy gtebokiego
uczenia spowodowaty renesans zainteresowania
sztucznymi sieciami neuronowymi oraz réznego rodzaju ich
aplikacjami. Wiekszo$¢ znanych algorytméw gtebokiego
uczenia posiada swoje implementacje w postaci sztucznych
sieci neuronowych (Artificial Neural Networks) oraz
sztucznych sieci neuronowych gtebokiego uczenia (Deep
Learning Neural Networks) wyuczonych na podstawie
zbioru danych uczgcych poprzez minimalizacje funkcji strat.
W tym kontekscie podejscie do gtebokiego uczenia moze
by¢ postrzegane jako szczegdlny przypadek z zakresu teorii
metod optymalizacji. Standardowe typy sieci neuronowych
gtebokiego uczenia obejmujg wielowarstwowe perceptrony
(MLP), splotowe sieci neuronowe (CNN), rekurencyjne sieci
neuronowe (RNN) i generatywne sieci kontradyktoryjne
(GAN) [6-9]. Analizujgc dostepne publikacje mozna
stwierdzi¢, ze optymalna topologia sieci i technologia jej
implementacji nie zostata jeszcze okreslona. Nie jest takze
dobrze zbadany zwigzek topologii sieci z jej wydajnoscig
[10]. Niemniej, mozna stwierdzi¢, ze SNN stanowig
uniwersalne modele algorytmiczne i fizyczne stosowane w
systemach inteligencji obliczeniowej. Jednym z podtypow
SNN sg sieci neuronowe typu Hopfielda, ktére sg zaréwno
modelami fizycznymi jak i algorytmami stosowanymi w
obliczeniach neuronowych. We wczesniejszych pracach
zaproponowalismy rozszerzony model sieci neuronowej
typu Hopfielda zdefiniowany przez nastepujgce réwnanie
[11]:

(1 x =MW —wol+eW,)0(x)+ 1,

gdzie:W— skosnie symetryczna macierz ortogonalna; W,—
macierz rzeczywista symetryczna; 1—macierz jednostkowa;
6(x)—wektor funkcji aktywacji; I;—wektor wejsciowy;
£, Wy, n—parametry

Roéwnanie (1) w stanie rownowagi sieci przyjmuje postac:

(2) MW —wel +eW)O(x)+1;=0

Réwnanie (2) stanowi baze dla uniwersalnych modeli
uczenia maszynowego opartych na przeksztatceniach
biortogonalnych, umozliwiajacych realizacje typowych
funkcji systemow uczenia sie. Jedng z tych funkcji jest
implementacja pamieci asocjacyjnych. Zastosowanie
systemu do rekonstrukcji i rozpoznawania znieksztat-
conych/zaszumionych obrazéw z wykorzystaniem pamieci
asocjacyjnej byto opisane szerzej w pracach [11-13].

W biezgcej pracy przebadana zostata implementacja
systemu uczenia maszynowego do rozwigzywania
probleméw odwrotnych (Inverse Problem). W ogdlnym
przypadku zagadnienie odwrotne polega na wyznaczeniu
przyczyny (danych wejsciowych) na podstawie skutku
(danych wyjsciowych). W przedstawionych w pracy
doswiadczeniach oryginalny obraz byt przetwarzany przez
liniowy operator macierzowy, ktérego wymiar nie byt
kwadratowy. Nie istniat zatem operator odwrotny w sensie
algebry macierzowej. Odpowiednio zaprojektowany system
uczenia maszynowego wykonywat rekonstrukcje
oryginalnego obrazu na podstawie jego projekc;ji.

System uczenia maszynowego do przetwarzania
obrazow
Rozwazamy  zbior N  czarno-biatych  obrazéw

reprezentowanych przez k wierszy i [ kolumn, czyli zbiér
(k- 1) pikseli o réznych odcieniach szarosci. W przypadku
analizy wektorowej kazdy obraz jest przeksztatcany przez
konkatenacje w wektor kolumnowy x; (k-1 x1),i=1,..,N.
Tak wiec zbiér N obrazéw jest reprezentowany przez
nastepujgcg macierz:

(3) X =[x1,x3...,xy], dimx; =k-1=29q=3,4,..,

Zbior znieksztatconych obrazéw reprezentowany jest przez
macierz:

4) X® = [xgs),xgs), ...,xf\f)]

tatwo zauwazyé, ze zbior treningowy mozna zapisaé
nastepujgco:

(N
(5) S—{xl,x }i=1

i
Zbiér S tworzy odwzorowanie F(-) zdefiniowane przez
nastepujgce wiasciwosci:

(6) x; = F(x;)
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oraz
F
(7) PSR x;,i=1,2,...,N.

13
W ten sposob odwzorowanie F jest zaimplementowane
jako system uczenia maszynowego do rekonstrukcji obrazu.
Strukture  realizujgcg ~ odwzorowanie F(-)  okreslong
réwnaniami (6) i (7) mozna otrzyma¢ jako rozwigzania
rébwnania réownowagi (2). Zatem dla parametrow w, = 2,
& =1 w réwnaniu 2 otrzymujemy:

(8) Wy —2-1+Wm;+x% =0

gdzie: ng =-1, skosnie-symetryczna macierz
ortogonalna

Uzyskujemy zatem N rozwigzan:

9) mi=(21-W,—Wy) 2 i=1.,N

gdzie
(10)
(11)

jest macierzg widmowg wektorow x;

W,=MM™M) M7

M = {m;,m,, ..., my}

(12) m; =2 (Wi + 1)x;

tak wiec

(13) xi=(-Wuy+1)m;i=1,..,N.

Wektory x;stanowig tzw. wektory systemowe u; = x;,i =
1,..N.
Roéwnanie (9) definiuje transformacje biortogonalng T ():

(14) m; = T,(x{)

a réwnanie (12) transformacje ortogonalng:

(15) x =T (my)

Transformacje T,(-) oraz T~1(-), realizujgce odwzorowanie
F(-) majg strukture blokowg przedstawiong na rysunku
1[11]. Transformacja ortogonalna T,(-), wykorzystujgca
rodzine  macierzy  Hurwitza—Radona, pozwala na
wyznaczenie widm Haara—Fouriera wektorow x;.

© v
Xi m; Yi— X

—@>» T T

\

Petla rekurencyjna
1

Rys. 1. Struktura system uczenia maszynowego do przetwarzania
obrazéw

Struktura z rysunku 1 stuzy jako estymator widma {i,}:

(16) =T, (x(s)),i =1,..,N

i
W systemie, ze wzgledu na iteracyjny charakter petli
sprzezenia zwrotnego, uzyskuje sie zbieznos¢ wektorow:

(17) m; > m;

(18) Y- x,i=1,..,N.

Zbiezno$¢ procesu uzyskuje sie po L iteracjach przy
czym liczba L jest rézna dla réznych proceséow

rekonstrukcji. Ponadto nalezy zauwazy¢, ze dla obrazu
wejsciowego z # x;,i = 1, ..., N, wyjscie systemu jest dane
przez superpozycje wektoréw wejsciowych:

(19) F(Z) = 2?;1 aix;, a; €ER

Wektory systemowe u; = x; tworzg centra atrakcji a
system z rysunku 1 realizuje funkcje roztozonej pamieci
asocjacyjne;j.

Rozpoznawanie i rekonstrukcja obrazéw jako problem

odwrotny
Przedstawione w poprzednim rozdziale modele
rekonstrukcji obrazu bazujg na dostepnosci zbiorow

uczgcych S, zawierajgcych oryginalne i uszkodzone wzorce.
Alternatywnie, ogélny model rekonstrukcji obrazu moze by¢
zapisany rownaniem:

(20) Ax =7

gdzie: A— znany operator liniowy np. operator macierzowy,
x—oryginalny obraz; y—obserwowany zdegenerowany
obraz

Zgodnie z réwnaniem (20) rekonstrukcja obrazu prowadzi
do rozwigzania problemu odwrotnego. Wiekszo$¢ znanych
z literatury rozwigzan réwnania (20) wykorzystuje metody
optymalizacyjne [5,14], na przyktad:

(21) min, ||y — Ax||%, st.x €K

min||y — Ax|13 +5R(x)
X

K—zbidér dopuszczalnych rozwigzan; R(x)—regularyzator ;
B—parameter regularyzaciji

Jak wspomniano powyzej, r6zne typy sieci neuronowych
sg obecnie wykorzystywane do rozwigzywania odwrotnych
probleméw w obrazowaniu, w tym rekonstrukcji obrazu.
Wiele podejs¢ do tego problemu mozna znalez¢ w pracach
przeglgdowych [14-16]. Wykorzystanie modelu uczenia
maszynowego pokazanego na rysunku 1 do rozwigzania
réwnania (20) prowadzi do rozwigzania nastepujgcego
problemu:

F(x):Ax =Yy
(22)
x=F1(y)

gdzie: A— (m xn) znana macierz rzeczywista, m # n;
y—(m x 1) macierz rzeczywista; x—(nx1) macierz
rzeczywista, m +n = 29,q = 3,4, ...

Przypadek m = n nie jest rozwazany. Generacja zbioru
uczgcego S = {x;y;}}L, dla réwnania (20) jest dana
wzorem:

(23) Axl‘ =Y i= 1, 2, ,N

gdzie «x;i=1,2,..,N sg postaciami wektorowymi
oryginalnych obrazéw treningowych. Zakladajac, ze
macierz projekcji A (m x n) w réwnaniu (22) jest macierzg
losowa, obrazy y; zbioru uczacego stajg sie losowymi
wektorami. Przyktadowy obraz oraz jego projekcje
przedstawiono na rysunku 2.

Wektorowa transformacja wybranego obrazu przyjmuje
postac:
(24) Ax =y
gdzie: dim A = (m x n),m > n.

Tworzac wektory systemowe u; o postaci:
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Vi

(25) u; = [xi],i =1,..,N

strukture odwzorowania odwrotnego (22):
(26) x,=F'(y)i=1.. N

podano na rysunku 3 a, b.

—

Obraz (x)

= AT

Projekcja (y)

Rys. 2. Oryginalny obraz oraz jego projekcja (transformacja)

a)
yi =1,...,N i =1,...,N
o———p m; » I .
0 Ts > T X, i=1,...,N

% 1

b) 7[} i=1...N petla rek/u\rencyjna 7[] 1N
O————P m; -1 T’
0 Ts > T %=1, N

% 1

petla rekurencyjna
x;—estymator obrazu x;,
y,—projekcja zdegenerowanego obrazu x;.

Rys. 3. Struktura systemu realizujacego transformacje odwrotng
(a) y; — projekcja niezdegenerowanego obrazu
(b) ¥ - projekcja zdegenerowanego obrazu

Nalezy zauwazy¢, ze transformacja biortogonalna Tg(-) i
transformacja ortogonalna T~*(-) na rysunku 3 sg okreslone
odpowiednio réwnaniami (14) i (15):

— Vi
@ m; =1 ([%])
(28) u; =T~ (m,)
gdzie: u;—wektory systemowe (25).

W  systemie przedstawionym na rysunku 3
znieksztatcone rzuty obrazéw y;,i=1,..,N ulegajg
rekonstrukcji. Aby zilustrowa¢ wilasciwosci systemu
rekonstrukciji, przedstawionego na rysunku 3,

wygenerowano korzystajgc z réwnania (24) zbiér uczacy S.
Do generacji zbioru uzyto dziewieciu obrazéw x;,i =
1,...,9. Przyktadowe przeksztatcenie obrazu pokazano na
rysunku 4. W ukfadzie pokazanym na rysunku 3b
uzyskujemy:

(29) llx — %13 =0

Podsumowujagc, rysunki 1 i 3 przedstawiajg systemy
rekonstrukcji ~ obrazu, ktére  wykorzystujg = pamieé
asocjacyjng do rozpoznawania uszkodzonych wzorcow.
Warto jednak zauwazyé¢, ze system na rysunku 3 realizuje
transformacje odwrotng i rozwigzuje zadania
optymalizacyjne ograniczone obrazami przechowywanymi
w roztozonej pamieci. Zbiezno$¢ ciggu rekurencyjnego

zachodzi dla N < - (n +m).

n o

X y y
Rys. 4. Przyktadowa rekonstrukcja (F () — system z rysunku 3b)

Ponadto system ten umozliwia réwniez rozwigzywanie
réwnan liniowych (24) przy uzyciu losowej postaci wektorow
uczgcych x; w réwnaniu (23). Nowg strukture systemu
nauczania maszynowego dla rozwigzania problemu
odwrotnego (20), uzyskuje sie zatem generujgc zbior
uczacy z wykorzystaniem wektorow losowych x; w
réwnaniu (23). Tak wiec x;,i =1,...,N jest losowg formg
wektoréw (obrazéw) treningowych, przy czym:

(30) N=m

oraz y;, i =1,..,N sg projekcjami obrazéw x;. Struktura
systemu zadana jest zaleznosciami (8)-(16) przy czym
macierz symetryczna W(10) musi byé regularyzowana

przez przepis regularyzujgcy dla macierzy
pseudoodwrotne;j:

(31) Ws=MM™M +y1)"'M"”

gdzie:y >0

Wektory systemowe u; majg zatem postac :

u; = [Zl],l =1,..,N,N=m,dimu; =m+n
L

(32)
Stad otrzymuje sie stwierdzenie:

Kazdy obraz Idim(n X 1) moze by¢ zrekonstruowany w
systemie z rysunku 1 przy znajomosci jego projekcji I,:

(33) I, = Al

Jakos¢ rekonstrukcji T mierzona btedem MSE zalezy od
doboru parametru y. Przykladowg rekonstrukcje obrazu
jako rozwigzanie problemu odwrotnego pokazano na
rysunku 5.

Rys. 5. Rekonstrukcjia obrazu w systemie z losowo
wygenerowanymi wektorami systemowymi (y = 0.1)

Opis doswiadczenia przedstawionego na rysunku 5.
Synteza systemu:

e Wygenerowano losowe wektory obrazu x;i=

1,...,2800,dim x; = 1096.

e Wygenerowano losowg macierz projekcji A, dimA =
(2800 x 1096) (wspotczynniki macierzy A sg losowe o
rozktadzie normalnym).

e Wyznaczono projekcje y; wektoréw x;:

y; = Ax;,i =1,...,2800,dimy; = 2800

¢ Wyznaczono wektory systemowe
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u; = [11]1 =1,...,2800,dimu; = 4096
L

e Zgodnie z procedurg zapisang réwnaniami (3)—(15)
dokonano syntezy systemu z rysunku 1.

Rekonstrukcja obrazu

Analizie poddany byt obraz o wymiarze (36x36 pikseli),
ktory w procesie konkatenacji zostat przeksztatcony w
wektor I, dimI = 1096. Projekcje uzyskano zgodnie z
wzorem (33).

dim I, = 2800

Na potrzeby rysunku wektor I, przedstawiono w postaci
macierzy odcieni szaro$ci (50x56 pikseli).

Na wejscie systemu wprowadzono wektorowg projekcje I,
analizowanego obrazu. System rekurencyjnie
zrekonstruowat wektor T  przypisany do oryginalnego
obrazu. Obraz widoczny na rysunku 5 powstat w procesie
odwrotnym do konkatenaciji z wektora T.

Jakos¢ rekonstrukcji byta oceniana na podstawie btedu
$redniokwadratowego  MSE(I,I) miedzy oryginalnym
obrazem a uzyskang w systemie replika. Wartosci btedu
sredniokwadratowego w zaleznosci od wartosci parametru
regularyzujgcego y w rownaniu (31) zamieszczono w
tabeli 1.

Tabela 1. Zalezno$¢ btedu sredniokwadratowego rekonstrukcji
obrazu od warto$ci parametru regularyzujgcego

Parametr regularyzujacy y MSE(1,1)

0.5 4.7107°

0.1 6.2:10°

0.01 1.8-10"

0.005 0.003

0.003 0.022

0.002 0.154

0.001 proces rozbiezny

Na rysunku 6 zobrazowano graficznie wptyw parametru
y na jakos¢ rekonstrukcji obrazu w systemie uczenia
maszynowego. Zaobserwowano pewna graniczng wartos¢
parametru  regularyzujgcego ponizej ktérej proces
rekonstrukgciji jest rozbiezny.

¥=0.005

Rys. 6. Wplyw parametru
rekonstrukcji obrazu

regularyzujgcego Yy na jakos¢
Podsumowanie

Celem artykutu jest prezentacja rozwigzania problemu
odwrotnego z wykorzystaniem autorskiego modelu uczenia
maszynowego. Zrodtem  rozpatrywanego  problemu

odwrotnego sg roéwnania liniowe, kiére sg czesto
stosowanymi  modelami w  rekonstrukcji  obrazéw.
Szczegodlnie interesujacy jest model uczenia maszynowego
oparty na losowych wektorach systemowych. Model ten
stwarza takze przestanki na jego zastosowanie w
systemach fgcznosci wykorzystujacych technologie MIMO.
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