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Inspirowane kwantowo sieci nheuronowe typu Hopfielda

Streszczenie. W pracy przedstawiono koncepcje sieci neuronowej o zespolonych parametrach (Q-inspired). Realizacja takiej sieci wykorzystuje
hermitowskg macierz potgczeni pomiedzy neuronami. Zaproponowano rowniez model uczenia maszynowego zrealizowany na bazie zespolonego
aproksymatora. Wykazano przydatno$c takiego aproksymatora w analizie sygnatéw w szczegélno$ci do realizacji dyskretnej transfomacji Fouriera

(DFT) oraz odwrotnej dyskretnej transformacji Fouriera (IDFT).

Abstract. The paper presents the concept of a neural network with complex-valued parameters (Q-inspired). Implementation of such a network uses
the Hermitian matrix of connections between neurons. A machine learning model based on a complex approximator has also been proposed. The
usefulness of such an approximator in signal analysis has been demonstrated especially for the implementation of discrete Fourier transform (DFT)
and inverse discrete Fourier transform (IDFT). (Q-inspired Hopfield Type Neural Networks).
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Wstep

Sztuczne sieci neuronowe stanowig uniwersalne modele
algorytmiczne i fizyczne wykorzystywane w dziedzinie
inteligencji  obliczeniowej. Dotychczas nie ustalono
optymalnej architektury i technologii realizacji takich sieci.
Mozna natomiast zaobserwowaé, ze badania nad takimi
modelami prowadzone sg w trzech zasadniczych
kierunkach. Sg to tzw. klasyczne modele obliczeniowe (nie
kwantowe) o rzeczywistych parametrach (RVNN-Real
Valued Neural Networks), modele klasyczne o zespolonych
parametrach (CVNN — Complex Valued Neural Networks)
oraz kwantowe sieci neuronowe (QNN-Quantum Neural
Networks), stanowigce pewng  alternatywe, dla
uniwersalnych komputeréow kwantowych (QC - Quantum
Computers), w rozwigzywaniu problemoéw nalezgcych do
dziedziny sztucznej inteligencji. Nalezy zauwazy¢, ze tzw.
kwantowo inspirowane (Q-inspired) sieci sa pewng wersjg
modeli o zespolonych parametrach. Sg to jednak struktury,
klasyczne nie kwantowe[1, 2]. Ws$réd struktur o
rzeczywistych parametrach istotng role odgrywaja uktady
neuronowe Hopfielda. W poprzednich pracach [3, 4, 5]
pokazano jak rozszerzajgc macierz potgczen uktadéw
Hopfielda o skladowe antysymetryczne, mozna uzyskac
uniwersalne modele, do rozwigzywania zagadnien z
dziedziny nauczania maszynowego. Celem niniejszej pracy
jest opis sieci neuronowej o zespolonych parametrach (Q-
inspired) uzyskanej poprzez zastgpienie macierzy
symetrycznych w/w modelach, macierzami hermitowskimi.
Pozwala to na zwiekszong efektywnos¢ obliczeniowg
modelu nauczania maszynowego.

Rozszerzone sieci typu Hopfielda
Rozszerzone sieci typu Hopfielda sg pewnym
uogolnieniem klasycznych hopfieldowskich struktur. Mozna

je opisa¢ wektorowym réwnaniem rézniczkowym o postaci:
(1) =MW —wol+eW,)0(x)+ 1,

gdzie: W- macierz ortogonalna, skosnie symetryczna, W-
macierz rzeczywista symetryczna, 1- macierz jednostkowa,
6(x) — wektor funkcji aktywacji: wu; < % < Up; Mg, U €

(0,0), I; —wektor wejsciowy,e,wy,n - parametry
rzeczywiste.

Przedstawione powyzej réwnanie definiuje pewng
0ogolng klase sieci typu Hopfielda, ktéra w zaleznosci od
doboru parametrow &, wy,n, wystepujacych w réwnaniu,
mozna podzieli¢ na pewne podtypy:

a) Bezstratna sie¢ hamiltonowska: e,wy = 0,1 = 1.

b) Sie¢ Hopfielda: wy,n = 0.

c) Kwantowo inspirowana sie¢ typu Hopfielda. Sie¢ taka
nalezy do uktadéw o zespolonych parametrach i stanowi
pewng algebraiczng transformacje o postaci:

(2) MW —wol +eW,)0(x)+1,=0

gdzie: Wy - macierz hermitowska (Wy = W;r,, operator 1
oznacza sprzezenie hermitowskie).

W przypadku gdy Wy przyjmuje wartosci rzeczywiste,
réwnanie (2) jest rownaniem réwnowagi rozszerzonej sieci
Hopfielda.

Struktura modelu uczenia maszynowego
Model uczenia ~maszynowego uzyskano przez
potgczenie w pierscien sieci opisane roéwnaniem (2).

Strukture rozwazanego modelu uczenia maszynowego
pokazano na rysunku 1. Jego podstawowg funkcjg jest
implementacja  pewnego  odwzorowania  d = F(x),
zadanego w punktach treningowych {x;, d;}\, .

X m y

1

u=[x",0" ¢ Ts > T d =F(x)

o— @D >

T 1

Rys. 1. Struktura modelu uczenia maszynowego

Dla wspomnianego zbioru treningowego S = {x;, d;}\,,
gdzie x; €C",d; €C™ generuje sie zbior wektorow
systemowych wu; o postaci:

Xi1. .
(3) u; = di];/=1,...,N

gdzie : dimu; =n+mn+m=2%k =23,

Transformacja ortogonalna T(-), opierajgca sie na
rodzinie  macierzy  Hurwitza-Radona, pozwala na
wyznaczenie widma Haar’a-Fouriera wektorow
systemowych w;,i=1,...,N:

1
(4) m; = E(Wzk + 1)ul = T(ul)
gdzie: W,«x — macierz Hurwitza-Radona, ng =-1, m; -
widma wektoréw u;, i=1, ... , N, M ={m;,m,, .., my} —
macierz zespolona wektorow widma, 1 - macierz
jednostkowa.
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Blok T~ systemu z rysunku 1 realizuje operacje:
(5) u; = (_Wzk + 1)ml = T_l(mi)

Natomiast blok T, transformacje biortogonalna:

(6) m; = (2 -1 - WH - Wzk)_lui
Stad
-1
(7) T()=(2"1—-Wy—Wy)
gdzie: W, = M(M"M)~M" — macierz hermitowska

Struktura z rysunku 1 petni funkcje estymatora widma {m;}:
X

Dl =1,..,N

0

W systemie, ze wzgledu na dziatanie petli sprzezenia
zwrotnego, uzyskuje sie konwergencje wektorow:

(8) m; = Ts<

gdzie: 0 — wektor zerowy.

9) m; > m;, J; - x;
oraz sygnatu wyjsciowego:

(10) d,»>d,=F(x),i=1,..,N

Mozna takze zauwazy¢, ze kazda superpozycja x; =
YN_, ax;, wektorow przynaleznych do zbioru treningowego
implikuje superpozycje wektorow wyjsciowych Y¥_, a,dy,
a, € C. Te wkasnos¢ wykorzystuje sie w projekcie procesora
analogowego [4].

Wiasnosci inspirowanego kwantowo modelu uczenia

maszynowego

Modele uczenia maszynowego oparte na
hamiltonowskich sieciach neuronowych realizuje sie
wykorzystujgc  macierze potgczen z  rzeczywistymi

wspotczynnikami. Okazuje sie jednak, ze mozna takie
struktury tatwo rozszerzy¢ realizujgc macierze potgczen o
wspotczynnikach zespolonych. Takie podejscie zwieksza
funkcjonalno$¢ badanych struktur i zwieksza ich
efektywnos¢ obliczeniowa. Tak wiec dla zespolonego zbioru
wektorow treningowych {x;, d;}, , gdzie x € C*,d; € C™,
n+m=2kk=3,4,.. stosujgc wczesniej wspomniang
transformacje biotrogonalng uzyskuje sie przeksztatcenie

zespolone: c" - Cc™, Struktura aproksymatora
realizujgcego takie przeksztaticenie pokazana jest na
rysunku 2.
xi € cn rni € Cn+m xi € Cn
o—» Ts T E—
0 Struktura P Struktura di =F(x;)
o—F)—»{ zespolona rzeczywista L

T 1

Rys.2. Struktura zespolonego aproksymatora z roztozong pamigcig

Przedstawiony aproksymator moze zosta¢ zrealizowany
jako Q-inspirowana sie¢ neuronowa z macierzg potgczen o
wartosciach ~ zespolonych. Sie¢ ta  odwzorowuje
algebraicznie przestrzen zespolong C™ w przestrzen
zespolong C™: C™ — C™. Schemat sieci ze skupiong
pamiecig przedstawiono na rysunku 3.

Macierz hermitowska
WH (pamiec¢ zespolona)
u=[xT,0T]I u=[x"d"
—@> W21 || -WH >

1

T Procesor ortogonalny  Procesor ortogonalny

Rys.3. Schemat blokowy zespolonego aproksymatora ze skupiong
pamiecig

Doswiadczenia numeryczne pokazuja, ze efektywnosé
obliczeniowa zespolonego aproksymatora jest lepsza niz
zrealizowanego w oparciu 0 macierze z rzeczywistymi
wspotczynnikami. Zastosowanie zespolonego
aproksymatora pozwala na przykltad na realizacje
dyskretnego  przeksztatcenia Fouriera (DFT). Zbiodr
wektoréw treningowych S = {x;,d;}}*, w takim przypadku
jest generowany za pomocg unitarnej transformacji DFT:

(11)

gdzie: dimx;=m, dimd;=m, m=2%k=3,4,. |,
d; € C™, m —punktowe widmo x;(m > 8)

DFT{xl} = di,i = 1, ,N

Dysponujgc m liniowo niezaleznymi wektorami
Zi, ., 2y, dimz; =m, z; € R™ mozemy uzyska¢ dowolny
wektor x; jako superpozycje:

(12)
(13)

X =Q1Z;+ + AnZy, X €S
a=ay,..,a, T =2Z1x;

gdzie macierz
jednostkowa.

Z=|zy,..,z,] nie jest macierzg

W takim wypadku struktura aproksymatora
generowana poprzez przeksztatcenie:

jest

Z;

(14) u; = [DFT(Z) ;i=1,...,m dimu; =2m
i

oraz

(15) ¢ [T)L] = [DF;i(zi) i=1..m

W celu zapewnienia stabilnosci
aproksymatora musi by¢ spetniony warunek:

(16)

numerycznej

N<0502m)=m

W zwigzku z powyzszym do realizacji DFT{x;},i =
1, ..., L potrzebujemy co najmniej dwdch aproksymatorow.
Kazdy wektor x; € S mozemy przedstawi¢ jako sume dwdch
wektoréw sktadowych:

(17) xi=x1i+x2i, i=1,..,L

gdZie: X1 = Q124 + -+ QZ , Xy = Q12141 + -+ AmZm,
l=m/2

oraz

(18) DFT{x;} = DFT{xy;} + DFT{x,;}.
Korzystajgc z powyzszych zatozeh uzyskujemy strukture
dwodch aproksymatoréw wyznaczajgcych transformate DFT:

4]

(19) u; = [DFT(ZL) H i= 1, ey

l

4]

(20) w = [DFT(ZJ si=l+1,.,ml=m/2.

PRZEGLAD ELEKTROTECHNICZNY, ISSN 0033-2097, R. 97 NR 2/2021 37



X1 X1
o—> -
0 Tc DFT{qu}zdﬂ
1 DFT{x;}=d
Xoj X
o—p -
0 Tc DFT{xz }=d3
1

Rys.4. Schemat blokowy procesora DFT

Aproksymator pokazany na rysunku 4 oblicza widmo
DFT wektora d; dla dowolnego wektora x; € S a ponadto
oblicza widmo d dla dowolnego wektora x < oo (dimx =
m). W tym samym systemie mozliwe jest modelowanie
odwrotne, istnieje zatem mozliwosé realizacji odwrotnej
transformacji Fouriera (IDFT). Warto takze zauwazy¢, ze
opisany w pracy Q-inspirowany model uczenia
maszynowego moze by¢ uzywany jako model procesora
analogowego do dodawania i mnozenia liczb zespolonych.

Podsumowanie

W pracach [3, 4, 5] przedstawiono schemat
uczenia maszynowego, wykorzystujgcy transformacje
ortogonalng i biotrogonalng, zrealizowany w oparciu o
rozszerzony uktad sieci Hopfielda. Podstawowg funkcjg
systemu jest realizacja odwzorowania, zdefiniowanego w
przestrzeni liczb rzeczywistych, d = F(x), d € R™, x € R™.
Odwzorowanie generowane jest w oparciu o pewien zbior
treningowy S = {x;,d;})_,. Prezentowany model posiadat
uniwersalne cechy pozwalajgce na realizacje

podstawowych funkcji systeméw uczgcych sie, wsrod
ktérych mozna wymieni¢ kojarzenie, rozpoznawanie i
klasyfikacje wzorcéw. Okazuje sie, ze zaprezentowany
system uczenia maszynowego mozna rozszerzy¢ do
systemu Q-inspirowanego i =zastosowa¢ do realizacji
odwzorowan  zdefiniowanych ~w  przestrzeni liczb
zespolonych d=F(x), deCm™xecC" lub tez
przeksztatcajgcych zbiory wektoréw zdefiniowanych w
przestrzeni liczb rzeczywistych na zbiory wektorow z
przestrzeni liczb zespolonych d = F(x), d € C™,x € R™.
Mozliwe sg takze przeksztatcenia odwrotne d = F(x),
d e R™ x € C". Wymienione cechy badanego modelu
pozwalajg przyktadowo na realizacje przy jego pomocy
dyskretnej transformacji Fouriera i odwrotnej transformac;ji
Fouriera.
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