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Efektywne przetwarzanie i integracja duzych zbioréw danych
w srodowisku Hadoop

Streszczenie. Rozwdj nowych kanatéw elektronicznej wymiany informacji przyczynia sie do powstania coraz wigkszej ilosci danych. Dane te sg
czesto zréznicowane, niejednorodne i sktadowane bez Scisle zdefiniowanej struktury. W ciggu ostatnich 2 lat przyrosto 90% danych, jakie zostaty
wygenerowane od poczatku istnienia ludzko$ci. W artykule zaprezentowano architekture i mozliwosci $rodowiska Hadoop powstatego w celu
efektywnego przetwarzania i integracji duzych zbioréw danych. Przedstawiono cechy tej platformy oraz jej skalowalno$¢. Oméwiono metode
dziatania systemu plikbw HDFS oraz odporno$ci na bfedy sktadowania tego systemu. Zaprezentowano idee wspoipracy weztdw klastra Hadoop oraz
wykonywania dziatan typu Map — Reduce.

Abstract. The development of new channels of electronic information exchange contributes to the emergence of more and more data. These data
are often diverse, heterogeneous and stored without a strictly defined structure. Over the past two years, 90% of the data has been generated since
the beginning of human civilization. The article presents the architecture and possibilities of the Hadoop environment for the effective processing and
integration of large data sets. It also presents the features of this platform and its scalability as well as discussed the method of operation in the
HDFS file system and the resistance to storage errors of this system. The scheme of cooperation of the Hadoop cluster nodes to perform

MapReduce operation was presented. (Effective processing and integration of large data sets in the Hadoop environment).

Stowa kluczowe: Big Data, Hadoop, HDFS,Hive, Pig Latin, Spark.
Keywords: Big Data, Hadoop, HDFS,Hive, Pig Latin, Spark..

Wprowadzenie

Pojecie Big data ma zastosowanie wszedzie tam, gdzie
duzej ilosci danych cyfrowych towarzyszy potrzeba
zdobywania nowych informacji lub wiedzy. W 2001 roku
META Group opublikowata raport, ktéry opisuje Big Data w
modelu 3V:

- Volume - duza ilos¢ danych,

- Velocity - duza zmiennos¢ danych,

- Variety - duza réznorodnos¢ danych,

Model ten w pdzniejszym okresie zostat rozszerzony o
czwarte V:

- Value - weryfikacja posiadanych danych.

Istnieje umowny podziat wolumenéw danych na dwa
typy:

- dane w ruchu — sg to tzw. strumienie informacji (np.
komentarze Twitter/Facebook, dane gietdowe, pochodzace
z czujnikdw — np. do przewidywania pogody lub pomiaru
zyciowych oznak noworodkéw czy tez potozenia produktéw
lub pojazdéw),

- dane w spoczynku — sg to tzw. oceany informacji (np.
logi, poczta, media spotecznosciowe itp.), czyli dane, ktére
nie zmieniajg sie juz w czasie ale sg skladowane na
nosnikach informaciji.

Okoto 80% danych na S$wiecie jest bez Scisle
zdefiniowanej struktury. Obecnie co 2 dni wytwarzamy tyle
danych, ile ludzkos$¢ wyprodukowata od poczatku cywilizaciji
do poczgtku XXI wieku. Takich danych zazwyczaj nie
mozna w standardowy sposob przetworzy¢ z uzyciem
metod znanych z baz relacyjnych stgd pojawito sie pojecie
Big Data.

W celu sprostania wyzwaniom opracowany zostat nowy
rodzaj technologii ogdlnie zwany Big Data. Wiele z tych
nowych technologii zostato zgrupowanych pod pojeciem
NoSQL.

Wyzwania zwigzane z duzymi zbiorami danymi sg
nastepujgce: problem przechwytywanie tych danych, czas
trwania i ich aktualnosci, analiza i problem przeszukiwania
tak, by wydoby¢ istotng informacje, dzielenie danych iich
agregowanie, transfer z wykorzystaniem sieci
teleinformatycznej, prezentacja. Badania firmy Gartner
wykazato, ze tylko 1 do 15% przedsiebiorstw w petni
wykorzystuje zalety duzych zbioréw danych. Ale te
przedsiebiorstwa, ktérym sie uda analiza duzych zbioréw

zgromadzonych danych, uzyskajg przewage nad
nieprzygotowang konkurencjag w gtéwnych wskaznikach
biznesowych.

Platforma Hadoop

Hadoop to platforma i projekt ,open source” napisany w
Javie, zoptymalizowany do obstugi ogromnych ilosci danych
przez zréwnoleglenie przetwarzania.

Masywne przetwarzanie rownolegte odbywa si¢ z wielkg
wydajnoscia (sg to jednak operacje wsadowe obstugujgce
ogromne ilosci danych, wiec czas odpowiedzi nie jest
natychmiastowy). Niezawodno$¢ zapewniana jest przez
replikacie gdyz Hadoop replikuje dane na réznych
maszynach.

Hadoop — umozliwia skladowanie i analize wszystkich
rodzajéw danych (Rys.1.) w tym: danych strukturalnych
o Scisle zdefiniowanej strukturze (np. sktadowanych w
bazach relacyjnych), nieustrukturyzowanych o dowolnych
formatach zapisu oraz semistrukturalnych (np. danych
XML), celem podejmowania na ich podstawie wiasciwych
decyzji.

Dane strukturalne * Platforma przetwarzania danych:
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Rys.1. Platforma przetwarzania duzych zbioréw danych:
strukturalnych, nieustrukturyzowanych oraz semistrukturalnych.

Platforma Hadoop - umozliwia prace w $rodowisku wielu
(nawet tysiecy) weztéw i przetwarzanie peta bajtdéw danych
w sposéb wysoce réwnolegly i optacalny. Skalowanie
architektury Hadoop dla wersji MR2 mozliwe jest do ok. 6K
weztéw na klaster. Daje to mozliwos¢ przetwarzania do
okoto 200 PB danych na klaster oraz wsparcie dla
przetwarzania blisko miliarda plikow i blokéw. Dodatkowo
klastry mozna tgczy¢ w federacje Hadoop co jeszcze
zwieksza mozliwosci przetwarzania catego systemu.
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Pojedynczy wezet wnosi do sieci weztbw moc
obliczeniowg (CPU) oraz powierzchnie do sktadowania
danych (dyski HDD). Duzg zaletg tej platformy jest to, ze w
razie potrzeby nowe wezlty mozna dodawaé bez zmian
formatu analizowanych i juz zatadowanych danych oraz
napisanych zadan.

W starszej wersji architektury Hadoop - MR1
administrator musiat zadecydowa¢ ile gniazd wykonuje
operacje mapowania i ile gniazd wykonuje operacje redukcji
na kazdym wezle. Wplywato to na wydajno$¢ catego
klastra, ktoéra =zalezata od wydajnosci wykonywanych
operacji w kazdym wezle. W podejsciu MR2 i bazujagcym na
YARN - reczne precyzowanie liczby operacji MapReduce
na wezet nie jest wymagane . Nalezy rowniez podkresli¢, ze
YARN MR2 jest kompatybilny z MR1 — i moze pracowaé w
tym trybie.

Rdzen architektury Hadoop zawiera nastepujgce gtowne
skfadniki (Rys.2.):

- HDFS (Hadoop Distributed File System) -
rozproszony system plikow, ktéry przechowuje dane na
maszynach, zapewniajgc bardzo duzg zagregowang
przepustowos¢ w klastrze,

- MapReduce Engine — silnik i zarazem framework
umozliwiajgcy ~ wykonywanie  obliczen na  danych
sktadowanych w rozproszonym systemie plikow (HDFS) i
ktory jest naktadkg na HDFS.

- Apache YARN "Yet Another Resource Negotiator" - to
po czesci tzw. naktadka na MapReduce, odpowiedzialna za
zarzgdzanie zasobami komputerowymi w klastrach
i wykorzystania ich w zadaniach uzytkownikéw. YARN
stanowi i umozliwia korzystanie z szeregu frameworkéw
bedacych catg platformg  aplikacji. YARN jest
architektonicznym centrum efektywnego wykonywania
operacji Hadoop z uzyciem réznych przewidzianych do tego
dialektow jezyka i frameworkow. Przyktadowo HQL (Hive
Query Language) dla framerorka Hvie czy jezyk
PigLatin.dla frameworka Pig.

|YARN (Yet Another Resource Negotiator) ‘

SQL ||In-Memory Stream ||Szukanie

Hive Spark Storm Solr
< )
%1 Spark: 55 Goam|| Solr”

. Yarn N/ N N/
(Yet Another Resource Negotiator)
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E (Hadoop Distributed File System)

Rys.2. Platforma Hadoop do przetwarzania duzych zbioréw danych
z wybranymi frameworkami.

Przetwarzanie duzych zbiorow danych z
wykorzystaniem platformy Hadoop rozni sie od znanego z
systeméw RDBMS przetwarzania danych (Rys.3).

Podstawowe réznie przy przetwarzaniu danych w tych
dwoch platformach to:

- schemat - dla danych relacyjnych schemat jest
wymagany przed zapisem natomiast na platformie Hadoop
schemat nie jest wazny dopoki dane nie sg wykorzystywane
przy odczycie,

- predko$¢ — w systemach RDBMS odczyty danych sg
szybkie w systemie Hadoop to =zapisy danych sg
stosunkowo szybkie (ale niekoniecznie odczyty),

- zarzadzanie — w bazach relacyjnych zarzadzanie jest
Sciste, gdyz istniejg standardy i struktura. Na platformie

Hadoop zarzadzanie jest luzne, gdyz panujg dowolne
standardy i struktura,

- przetwarzanie — w typowych bazach relacyjnych
przetwarzanie jest przede wszystkim ograniczone do
skltadowanych danych w tych strukturach, w Hadoop
przetwarzanie jest sprzezone z formg sktadowania i samymi
danymi,

- typ danych — dla sktadowania w systemach relacyjnych
sg znane gdyz struktura do zapisu takich danych musi by¢
Scisle zdefiniowana, platforma Hadoop posiada i
wykorzystuje wiele form i typéw danych w tym danych
nieustrukturyzowanych,

- skalowalnos¢ - dla systeméw RDBMS jest ona
przewidywalna — mozna oszacowa¢ | przewidzie¢
zapotrzebowanie na miejsce i pojemnos$¢ macierzy
dyskowej oraz moc obliczeniowg,

- dopasowanie — RDBMS o przetwarzaniu ROLAP i
OLAP - dedykowane sg do przeprowadzania zadan
transakcji spetniajgcych zasady ACID oraz zadan biezacych
analiz OLAP w tym operacji skladowania danych. Hadoop
ma najlepsze dopasowanie do zadan: odkrywania danych
i masowych operacji przetwarzania danych bez Scisle
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Rys.3. Poréwnanie platformy Hadoop i systeméw relacyjnych baz
danych (RDBMS).

Hadoop distributed file system (HDFS)

Hadoop Distributed File System (HDFS) — Rys.4. to
system plikow, ktory dziata na bazie istniejgcego (w UNIX)
systemu plikéw i ktoéry zaprojektowany zostat do obstugi
bardzo duzych plikbw z wzorcami dostepu do transmisji
strumieniowej. Uzywa on witasnych blokéw o zdefiniowanej
pojemnosci do przechowywania pliku lub czesci pliku.

Hadoop dziata najlepiej z bardzo duzymi plikami. Im
wiekszy plik, tym mniej czasu Hadoop spedza na
poszukiwanie kolejnej lokalizacji danych na dysku i tym
wiecej czasu dziatania odbywa sie na granicy
przepustowosci dyskéw. Poszukiwania sg na ogot
kosztownymi operacjami.

Poniewaz Hadoop jest przeznaczony do pracy na catym
zbiorze danych, najlepiej jest zminimalizowaé
poszukiwania, korzystajgc z duzych rozmiaréw blokéw
plikow HDFS.

Bloki plikéw w HDFS sg rozmiaréw: 64 MB, 128 MB
(domysinie), 256 MB (zalecane) - w poréwnaniu do 4 KB w
systemie UNIX. Zatem jeden blok HDFS jest obstugiwany
przez wiele blokéw systemu operacyjnego. Nalezy przy tym
wspomnieé, ze bloki HDFS idealnie nadajg sie do replikacji
w celu zapewnienia odpornosci na btedy i dostepnosci
danych.

Zalety blokéw HDFS:

- majg staly rozmiar — dzieki temu tatwe staje sie
obliczenie, jak wiele takich blokéw mozna zmiesci¢ na

30 PRZEGLAD ELEKTROTECHNICZNY, ISSN 0033-2097, R. 95 NR 1/2019



dysku i jak one pasujg do rozmiaru fizycznych blokéw
dysku,

- bloki mozna roztozy¢ na wiele weztéw — dzieki temu
plik HDFS moze by¢ wiekszy niz pojedynczy dysk w
klastrze,

- bloki HDFS nie ,marnujg” miejsca. Jesli plik nie jest
réwny wielokrotnosci rozmiaru bloku to tzw. reszta nie
zajmuje miejsca catego bloku. Przyktadowo: plik 420 MB
megabajtow zuzywa cztery bloki o rozmiarze 128MB, ale
czwarty blok nie zuzywa petnej 128 MB.

Klaster HDFS

Klaster HDFS sktada sig z:

- wezta (a od MR2 weztéw - w tym jednego aktywnego
i jednego w trybie stand by) NameNode, ktéry zarzadza
metadanymi klastra, i ktory aktywnie monitoruje liczbe replik
blokéw propagowanych danych. Gdy replika bloku zostanie
utracona z powodu awarii dysku, NameNode tworzy inng
replike tego bloku. NameNode zachowuje drzewo obszaru
nazw i mapowania blokéw dla weztéw danych tzw.
DataNodes, trzymajac caly obraz obszaru nazw w pamieci
RAM.

- wezibw sktadowania i przetwarzania danych
DataNodes, ktére przechowujg powielone redundantnie
dane.

W MR2 wprowadzono réwniez wezly kronikarzy
JournalNode ktérych liczba powinna by¢ nieparzysta. Wezty
te decydujag ktory wezet NameNode powinien by¢ w danej
chwili aktywny: podstawowy czy ten znajdujgcy sie w w
trybie stand by. Zaprezentowane zostato to na rysunku.
Rys.5.

Pliki i katalogi sg reprezentowane na wezle NameNode
przez wezly wewnetrzne. Wezly wewnetrzne rejestrujg
atrybuty takie jak uprawnienia, czasy modyfikacji i dostepu,
przestrzenie nazw i ilos¢ miejsca na dysku.

Architektura HOFS
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Rys.4. Architektura HDFS.
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Rys.5. Model w oparciu o dwa wezty NameNode oraz wezly
kronikarzy JournalNode ktére decydujg ktory wezet NameNode
powinien by¢ w danej chwili aktywny.

Praca z interfejsem wiersza polecen HDFS
HDFS moze by¢ obstugiwany przez:

- interfejs wiersza polecenia (HDFS Command line
interface). Komendy takie zaczynajg sie od "hadoop",
spacji i "fs" (lub "dfs").

- Srodowisko graficzne dostarczone przez okreslonego
dostawce ustugi dla obstugi klastra Hadoop. W takim

przypadku obstuga jest uproszczona. Jednak bez
znajomosci  podstawowych komend nie  umozliwia
elastycznego i efektywnego wykonywania zadan na
klastrze.

W pierwszym przypadku praca z systemem plikow
HDFS, wymusza znajomosci podstawowych polecen:
hadoop fs. Polecenia powtoki systemu plikow HDFS
zaczynajg sie od znaku kreski. komendy powloki systemu
plikbw HDFS mogg przyjmowaé Sciezki jako argumenty.
Sciezki te mozna wyrazié w postaci jednolitych
identyfikatorow URI. Format URI sklada sie z schematu,
uprawnien do struktury katalogéw oraz plikéw i Sciezki.
Polecenia Hadoop fs obstugujg sg rézne systemy
sktadowania. Lokalny system plikbw ma schemat "file".
HDFS ma system skfadowania zwany "hdfs". Przyktadowo
aby wyswietlic katalogi okreslonej hierarchii struktury
katalogu gtéwnego nalezy wydac¢ polecenie:

hadoop fs -Is /

Do zaktadana katalogu w systemie sktadowania HDFS
mozna wykorzysta¢ polecenie:

hdfs dfs -mkdir /user/testl

Mozna réwniez potokowa¢ (uzywajgc znaku | ) dowolne
polecenie HDFS i polecenia takie mogg by¢ uzywane z
powlokg Linux. Przyktadowo mozna fatwo uzywaé
polecenia grep ze strukturg HDFS, wykonujgc:

hadoop fs -Is /user/testl | grep test

Podobnie mozna zmieni¢ uprawnienia z uzyciem
polecen HDFS:

hdfs dfs -chmod 777 /user/testl

Innym przykiadem jest np. sprawdzanie przez terminal
lub putty, czy plik zostat prawidtowo zatadowany do
systemu plikéw Hadoop odwotujgc sie do dfs:

hdfs dfs -Is /user/testl/data

Operacje mapowania i redukcji
Aby zrozumie¢ operacje MapReduce, nalezy rozbi¢ te
zadania na sktadowe: mapowania i redukcji (Rys. 5, Rys.6).
Obie te operacje pochodzg z funkcyjnych jezykow
programowania. Sag to jezyki, ktére pozwalajg przekazac
funkcje jako argumenty do innych funkcji.
~ Faza mapowania- <
Lotjlcznemia‘ce

| A 1er0101010101
0101010101010

| sortowanie
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Rys.5. Fazy operacji mapowania i redukcji na danych.

Operacje MapReduce w ogdlnym skrécie realizowane
sg podczas dwodch podstawowych krokéw (chociaz
pamieta¢ nalezy o tym, ze w weztach wykonywane sg
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rébwniez inne operacje np. tasowania i sortowania oraz
taczenia):

- krok: "map" — polega na tym, Zze wezet nadzorczy
pobiera dane z wejscia i dzieli je na mniejsze pod zadania.
Nastepnie przesyta je do weztdéw roboczych. Kazdy z
weztéw roboczych moze albo dokona¢ kolejnego podziatu
na podzadania, albo przetworzy¢ problem i zwrdcic¢
odpowiedz do gtéwnego programu.

- krok: "reduce" - gtéwny program ,zbiera” odpowiedzi
ze wszystkich podzadan i fgczy je w jeden wynik -
odpowiedz na gtéwny problem.

Zatem zaletg MapReduce jest umozliwienie tatwego
rozproszenia operacji gdyz kazda z operacji "map" jest
niezalezna od pozostatych, i moze by¢ ona realizowana na
osobnym serwerze.

var a = [1,2,3];

Ale to wyrazenie
mozna zapisac
jako funkcje

Nowa wartod¢ zmiennej a bedzie nastepujaca: \

var a = [2,4,6];

| ali]l = fn(ali]):

Rys.6. Cata "petla for" moze zosta¢ przepisana jako funkcja mapy

‘ ... Tak jak teraz, gdzie fn jest funkcjg przekazang jako argument: J

function map(fn, a) {

for (1 = @; i < a.length; i++)
a[i] = fn(a[il);

I

Teraz mamy ogdlng funkcje o nazwie “map" do ktdrej przekazujemy funkcie fn jako argument
do zastosowania mapowaria
Rys.7. Przyktadowa funkcja ,map” do ktérej przekazujemy funkcje
fn jako argument do zastosowania mapowania

Operacja mapowania - jest wykonywaniem tego samego
dziatania dla kazdego elementu tablicy. Mapper natomiast
to zazwyczaj maty program, propagowany w klastrze do
weztow lokalnych z danymi. Kazdy z nich przeprowadza
operacje: ciecia, tasowania i filtrowania oraz transformac;ji
danych wejsciowych czego rezultatem sg pogrupowane
pary klucz — warto$¢ <key, value>.

Na rysunku Rys.8. zaprezentowany zostat schemat
przeptywu danych oraz wykonywane w klastrze operacje.
W przyktadzie zatozono, ze nalezy przeksztatcic dane
wejsciowe, sktadajgce sie z listy powtarzajacych wystagpien
do postaci na wyjsciu czyli do konkretnej liczby tych
wystgpien dla danej wejsciowe;.

Hadoop w pierwszym kroku operacji indeksuje dane
wejsciowe i fgczy w pary: klucz-warto$¢. Klucz dostarczany
jest na podstawie rosngcego numeru z sekwencji. W
dalszym kroku tworzone sg rozbiory wejsciowe. Hadoop
oblicza, jak podzieli¢ dane wejsciowe, aby kod mapujacy (i
tzw. mapery) dziatat rownolegle.

W kroku drugim funkcja, ktérg pisze sie dla mapera,
musi wzig¢ pary klucz-warto$é i utworzy¢ co$, co moze
zostaé zredukowane w nastepnym kroku. Najprostszym
rozwigzaniem jest uczynienie kazdego imienia kluczem i
wprowadzenie kazdej wartosci typu ,para” <imie 1>.
Wynikiem bedzie zatem lista <k2, v2>.

W kroku trzecim program tasujgcy grupuje
ktére majg ten sam klucz razem.

W kroku czwartym nastepuje redukcja w ktérej sumuje
sie wartosci, Wynikiem tej operacji jest suma dla kazdego
klucza.

rekordy

Krok pigty to zwrécenie odpowiedzi na wyjscie.

Krok 1 Krok 2 Krok 3
wejscie ’ Fapowanm Fasowaniq
g AN = N | £ ™\

Ola Ola) | |(Ola, 1)
Ela Ela) 1)
Ela Ela) 1)
lza 1za) 1)
Ula Ula Ula, 1

) y k( )

[<k1, v1>‘ lList(<k2, v2>)‘

Krok 4

redukcia

Krok 5

wyi:‘écié

a1 Vo V1Y a—
Ola, 1 (Ola, 1) (Ola, [1] )
Ela, 2 (Ela, 2 (Ela, [1, 1])
lza, 1 (lza, 1 (lza, [1] )
Ula, 1 (Ula, 1) (Ula, [1] )
\ J ot

List(<k3, v3>) | [<k2, list(v2)> |

Rys.8. Schemat logiki
operacji MapReduce.

przeptywu danych przy wykonywaniu

Podsumowanie

Big Data ma zastosowanie wszedzie tam, gdzie duzej
ilosci danych cyfrowych towarzyszy potrzeba ich analizy.

Kluczowym elementem architektury jest system plikow
HDFS oraz MapReduce umozliwiajgcy efektywne
wykonywanie obliczen na danych w rozproszonym systemie
plikbw HDFS

W artykule zaprezentowano architekture i mozliwosci
srodowiska Hadoop powstatego w celu efektywnego
przetwarzania i integracji duzych zbioréw danych.

Przedstawiono cechy tej platformy oraz jej
skalowalnos$¢. Omoéwiono metode dziatania systemu plikow
HDFS oraz odpornosci na btedy sktadowania tego systemu.

Zaprezentowano idee wspoipracy wezidw klastra
Hadoop oraz wykonywania dziatan typu Map — Reduce.
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