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Prognozowanie zapotrzebowania mocy w KSE z horyzontem
dobowym przy zastosowaniu zespotu sieci neuronowych

Streszczenie. Artykut przedstawia neuronowg metode prognozowania 24-godzinnego zapotrzebowania na moc elektryczng w Krajowym Systemie
Elektroenergetycznym w Polsce z wyprzedzeniem dobowym. W predykcji zastosowano zespét sieci neuronowych ztozony z RBF, MLP i SVM.
Wskazania kazdego cztonka zespotu podlegajg integracji tworzgc koricowg prognoze zapotrzebowani na moc dla kolejnych 24 godzin nastepnego

dnia.
pojedynczymi rozwigzaniami neuronowymi.

Metoda zostata przetestowana na danych rzeczywistych Krajowego Systemu Elektroenergetycznego wykazujgc znaczng przewage nad

Abstract. The paper shows the neural method applied for 24-hour load forecasting for the next day in National Power System in Poland. Three
neural networks: RBF, MLP and SVM arranged in an ensemble were used for predicting hourly load demands in the power system. Their individual
predictions have been integrated into final forecast. The method was tested on the real data of Polish Power System, proving its effectiveness and
significant improvement in accuracy. The neural method applied for 24-hour load forecasting for the next day in National Power System in

Poland

Stowa kluczowe: prognozowanie obcigzen, krajowy system energetyczny, zespét sieci neuronowych, integracja zespotu.
Keywords: load forecasting, national electric power system, ensemble of neural networks, integration of ensemble.

Statystyczna analiza danych zapotrzebowania na moc
w KSE

Krajowy System Energetyczny (KSE) obejmuje
wszystkie urzadzenia wytwércze i odbiorcze energii
elektrycznej w Polsce. Moc zainstalowana w KSE w dniu
31.12.2017 wynosita 43421 MW, natomiast moc osiggalna
— 43332 MW [7]. Poniewaz wptyw pojedynczych zakfadéw
przemystowych, zwilaszcza w momentach wigczania i
wytgczania poboru mocy, na prace catego systemu jest
stosunkowo niewielki, system odznacza sie znacznie
mniejszymi wahaniami godzinowymi zapotrzebowania na
moc dostarczang, niz Lokalne Systemy Energetyczne
obejmujgce swoim zasiegiem pojedyncze miasta. Praca
dotyczy prognozowania zapotrzebowania dobowego w
Krajowym Systemie Energetycznym (KSE) i poréwnania z
matym regionem elektroenergetycznym.

Prognozowanie krotkoterminowe zapotrzebowania na
moc jest tematem wielu prac, zaréwno krajowych jak i
zagranicznych [2,3,4,8,9]. Prezentowane byly réznorodne
podejscia do rozwigzania tego problemu, prowadzace do
réznych pozioméw btedu. W ostatnich latach najwiecej prac
dotyczy zastosowania sztucznych sieci neuronowych.
Stosowane sg rozne rodzaje sieci:  perceptron
wielowarstwowy MLP, sie¢ RBF, SVM, sieci rekurencyjne,
itp. Prezentowane doktadnosci w  sensie  bftedu
bezwzglednego $redniego  MAPE (Mean Absolute
Percentage Error) przyjmujg wartosci w przedziale 2%+3%
[1,2,8,9]. Na poziom btedu duzy wptyw ma sposéb generacji
danych wejsciowych, zwlaszcza metoda normalizacji oraz
zastosowane rozwigzanie predyktora.

W pracy zostanie pokazane, ze prognozy indywidualne
wielu predyktoréw pracujgcych w zespole po ich integracji
uzyskuja znacznie wyzszy poziom doktadnosci. Zespot
zaproponowany w pracy sktada sie z trzech rodzajéw sieci:
perceptronu wielowarstwowego (MLP), sieci wektorow
nosnych (SVM) i sieci radialnej (RBF), przy czym kazdy z
nich generuje prognoze profilu 24-godzinnego obcigzenia
na dzien nastepny z okreslonym poziomem btedu. Ich
potgczenie w zespot pozwala na znaczne obnizenie tego
poziomu.

Dane zapotrzebowania godzinnego zostaty zebrane z
lat 2014-2017. Zbior danych zapotrzebowania na moc
obejmuje zatem 1461 dni, co stanowi fgcznie 35064 godzin.
W celu dokonania wstepnej analizy danych, poszczegdine
zbiory danych dobowych zostaty podzielone wedtug dni

powszednich i weekendowych. Nastepnie przeanalizowano
wielkosci statystyczne oddzielnie dla dni powszednich i
weekendowych oraz réznych poér roku. Podstawowe
parametry statystyczne, takie jak: warto$§¢ minimalna,
maksymalna, srednia, mediana, odchylenie standardowe i
zakres zmian dla dnia powszedniego, dnia weekendowego
oraz usrednionego dnia sposrod wszystkich dni (z catego 4-
letniego zakresu czasu) poddanych badaniu zostaly
przedstawione w tabeli 1.

Tabela 1. Zestawienie parametrow statystycznych mocy w KSE w
latach 2014-2017 dla usrednionego dnia powszedniego i
weekendowego oraz usrednionego dnia sposrod wszystkich dni,
przedstawione w MW

Dzien Dzien Wszystkie
Parametr powszedni | weekendowy dni
MW MW MW
Warto$¢ minimalna 15130,7 14080,9 14868,6
Wartos¢ maksymalna | 21710,1 185211 20797,7
Srednia 19410,6 16642,6 18618,7
Mediana 20993,2 17247,9 19992,1
Odchylenie 25521 1566,8 22522
standardowe
Zakres zmian 6579,4 4440,2 5929,1

Na podstawie tabeli 1 mozna stwierdzi¢, ze Srednia war-
tos¢ zapotrzebowania dobowego dla typowego dnia po-
wszedniego jest o 16,6% wieksza niz dla typowego dnia
weekendowego. Z kolei warto$¢ maksymalna jest analo-
gicznie wieksza o 17,2%. Wartos¢ odchylenia standar-
dowego jest wigksza o 62,9%, a zakres zmian wigkszy o
48,2%, co wynika z faktu wigkszej zmiennosci dobowej w
dni powszednie, zwigzanej z dziatalnoscig zaktadow prze-
mystowych o wysokim zapotrzebowaniu na energie elek-
tryczng. Powyzsze wysokie wskazniki (62,9% oraz 48,2%),
Swiadczgce o zréznicowaniu charakterystyk oby-dwu typow
stwarzajg koniecznos¢ rozroznienia danych na powszednie
i weekendowe w modelu predykciji dla sieci neuronowych.

W tabeli 2 przedstawiono wartosci wybranych
parametrow statystycznych odpowiadajgcych podziatowi
danych na 4 pory roku. Dotyczg one obu rodzajéw dni
(robocze i weekendowe). Dane pokazujg istotne
zréznicowanie  wartosci  poszczegodlnych  parametréow
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odpowiadajgce réznym porom roku. Najwieksze wartosci
wystepujg w okresie jesieni i zimy. Dotyczy to zwlaszcza
wielkosci zakresu zmian i odchylenia standardowego.
Oznacza to konieczno$¢ wigczenia pory roku do cech
diagnostycznych podawanych na wejscie predyktorow.

Tabela 2. Zestawienie parametréow statystycznych w KSE w latach
2014-2017 dla 4 por roku

Wiosna Lato Jesien Zima
Parametr
MW MW MW MW
\Warto$¢ minimalna 10494,0| 11397,2| 11199,5| 118715
\Warto$¢ maksymalna | 22975,9 | 23411,5| 25984,1| 26046,1
Srednia 17635,3 | 17858,8| 19430,4 | 19561,1
Mediana 17729,9 | 18085,9| 19616,5| 19788,0
Odchylenie 2758,1| 27093| 32132| 30485
istandardowe
Zakres zmian 12481,9 | 12014,3| 14784,6 | 141746

Istotnym czynnikiem warunkujgcym jako$¢ prognozy jest
sposo6b normalizacji danych, pozwalajacy na zbalansowanie
wplywu zréznicowanych pozioméw wartosci zmiennych
odpowiadajgcych danym réznego typu (obcigzenie w MW,
kody typu dnia i pory roku binarne). W pracy analizie
poddane zostang 2 sposoby normalizacji [10]:

— wedtug wartosci maksymalinej:

__ P(dh)
(1) Pa1(d, h) = 2
— wedtug odchylenia standardowego i warto$ci Sredniej

P(d,h)—-mean(P(d))
std(P(d))

(2) PnZ (dr h) =

gdzie P,(d,h) stanowi obcigzenie znormalizowane w dniu d
0 godzinie h, mean(P(d)) — warto$¢ srednia obcigzenia w
dniu d, std(P(d)) - odchylenie standardowe obcigzen w
dniu d. Przyktad graficzny ilustrujgcy réznice profilu
obcigzen w wyniku obu sposobdéw normalizacji danych
przedstawiono na rysunkach 1ai 1b.
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Rys.1. Obcigzenie w KSE w latach 2014-2017 znormalizowane
odpowiednio: a) wedlug wartosci maksymalnej, b) wedtug wartosci
Sredniej i odchylenia standardowego
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W zaleznosci od rodzaju zastosowanej normalizacji
ogolny ksztatt profilu obcigzenia jest rézny, istotne réznice
obserwuje sie réwniez w zakresie wartosci. Dodatkowo, w
przypadku normalizacji (2), bedacej standaryzacja, z
wykresu usuwany jest trend wzrostowy obcigzenia, dobrze
widoczny na rysunku 1a. Skale trudnosci predykcji bardzo
dobrze ilustruje wykres zaleznosci zapotrzebowania na moc
w godzinie h-1 od zapotrzebowania w godzinie nastepnej,
czyli h. Im bardziej wykres ten jest rozproszony w relacji do
diagonalnej, tym wiekszy poziom zlozonosci procesu
predykcji. Wykres taki dla danych KSE z lat 2014-2017
przedstawiony jest na rysunku 2.
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Rys.2. Zalezno$¢ zapotrzebowania mocy KSE dla danych
rzeczywistych w godzinie h-1 od zapotrzebowania w godzinie h, w
dniu d (dane w MW)

Istotng role w predykcji odgrywa Kkorelacja miedzy
obcigzeniami godzinnymi kolejnych dni tygodnia. Jej analiza
pozwala na podjecie decyzji o wigczeniu do zbioru
atrybutéw wejsciowych okreslonych danych jako cech
diagnostycznych (atrybutéow wejsciowych predyktora).

Tabela 3. Wspotczynniki korelacji poszczegdlnych dni — dane
oryginalne znormalizowane wedtug wzoru (1)

€1 Pon | Wto Sro Czw Pig Sob Nie
Pon 1 0,944 | 0,870 | 0,850 | 0,859 | 0,865 | 0,858
Wto | 0,944 1 0,876 | 0,874 | 0,870 | 0,870 | 0,833
Sro | 0,870 | 0,876 1 0,930 | 0,915 | 0,873 | 0,796
Czw | 0,850 | 0,874 | 0,930 1 0,960 | 0,901 | 0,801
Pia | 0,859 | 0,870 | 0,915 | 0,960 1 0,926 | 0,808
Sob | 0,865 | 0,870 | 0,873 | 0,901 | 0,926 1 0,898
Nie | 0,858 | 0,833 | 0,796 | 0,801 | 0,808 | 0,898 1
Tabela 4. Wspotczynniki korelacji poszczegdlnych dni — dane
znormalizowane wedtug wzoru (2
€ Pon | Wto Sro Czw Pig Sob Nie
Pon 1 0,983 | 0,976 | 0,970 | 0,971 | 0,927 | 0,875
Wto | 0,983 1 0,980 | 0,979 | 0,979 | 0,944 | 0,863
Sro | 0,976 | 0,980 1 0,979 | 0,981 | 0,948 | 0,859
Czw | 0,970 | 0,979 | 0,979 1 0,982 | 0,948 | 0,859
Pig | 0,971 0,979 | 0,981 | 0,982 1 0,956 | 0,855
Sob | 0,927 | 0,944 | 0,948 | 0,948 | 0,956 1 0,885
Nie | 0,875 0,863 | 0,859 | 0,859 | 0,855 | 0,885 1

W tabelach 3 i 4 zestawione zostaty wspotczynniki
korelacji obcigzen godzinnych poszczegodlnych dni tygodnia
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przy dwu réznych metodach normalizacji. Widoczne jest
wysokie skorelowanie obcigzen réznych dni tygodnia. Na
uwage zwraca fakt, ze najwieksza korelacja €pon_wt 1 = 0,944
oraz &on_wt 2 = 0,983 wystepuje pomiedzy poniedziatkiem a
wtorkiem. Z kolei najmniejszg korelacje odnotowuje sie
miedzy niedzielg a pozostatymi dniami tygodnia (tabela 3),
cho¢ wartosci wspotczynnika korelacji nawet w tym
przypadku sg wysokie. To spostrzezenie obowigzuje
niezaleznie od sposobu normalizacji, przy czym
normalizacja (2) wykazuje nieco wyzszg korelacje danych.

Model predykcji

Predykcja dotyczy¢ bedzie prognozowania obcigzeh 24-
godzinnych na dzien nastepny przy uwzglednieniu obcigzen
z dnia poprzedniego, typu dnia i pory roku. W efekcie dane
uczgce grupujgce sygnaly wejsciowe sieci prognostycznej
dla dnia d oznaczone w postaci wektora x(d) i towarzyszace
im wielkosci wyjsciowe dest(d) zostalty zgrupowane w
postaci macierzy X. W macierzy X kazdy wiersz
reprezentuje okreslony dzien. Odpowiadajgce im wiersze
macierzy dest reprezentujg prognozowane 24-godzinne
obcigzenia rzeczywiste dnia nastgpnego.
Typowy wiersz macierzy X dla dnia d ma postac:

X(d)=[Pn(d,1), Pn(d,2), ..., Pn(d,24), typ_dnia, pora_rokul],

gdzie Py(d,h) oznacza znormalizowane obcigzenie w
godzinie h-tej dnia d. Typ dnia zakodowano binarnie w
postaci: 0 — dzien weekendowy, 1-— dzien roboczy,
natomiast pore roku w postaci 2 bitow: 00 — lato, 01 —
wiosna, 10 — jesien, 11 — zima.

Odpowiadajgcy im wektor dest reprezentuje rzeczywiste
obcigzenie 24-godzinne dnia nastepnego:

dest(d)=[P(d+1,1), P(d+1,2), ..., P(d+1,24)].

Do uczenia sieci przeznaczono 3 kolejne lata: 2014,
2015 oraz 2016, natomiast do testowania — rok 2017.
Kazdy  sposéb normalizacji ma swoje cechy
charakterystyczne, wymagajgce innych ustawien
parametrow sieci prognostycznych.

W  przypadku normalizacji (1) w wyniku wielu préb
wstepnych przeprowadzonych przy uzyciu programu Matlab
dobrano optymalne struktury sieci przedstawione ponizej:

e sie¢ MLP 27-12-6-24 o 24 neuronach wyj$ciowych
liniowych, kazdy odpowiedzialny za prognoze na
kolejng godzine doby. Neurony sigmoidalne w
warstwach ukrytych, algorytm uczacy Levenberga-
Marquardta.

e 24 sieci RBF (po jednej dla kazdej godziny doby):
algorytm uczgcy OLS Grama-Schmidta. Parametr
szerokosci funkcji gaussowskiej o = 0,8.

e 24 sieci SVM (kazda odpowiedzialna za prognoze
jednej godziny doby) z jadrem gaussowskim
K(Xiax):exp_}/HX_XiHZ o wspétczynniku y = 0,8,
wspotczynniku regularyzacji C = 1500, tolerancji btedu
€=0,001.

Normalizacja (2) generuje dane uczgce o zupetnie
innym rozktadzie wartosci, stgd zastosowane sieci roznity
sie zaréwno strukturg jak i wartosciami parametréow. Sie¢
MLP o globalnym charakterze funkcji aproksymujacej,
nawet przy precyzyjnie dobranej strukturze 27-24-24,
okazata sie malo wydajna w stosunku do sieci typu
lokalnego (RBF i SVM). Parametry tych ostatnich roznity sie
nieco w stosunku do normalizacji (1). Najlepsze wyniki
uzyskano: dla sieci RBF o ¢ = 0,55, dla sieci SVM z jadrem
gaussowskim o wspétczynniku jadra y=0,85, wspotczynniku
regularyzacji C = 20000 i tolerancji btedu € = 0,01. Wartosci
parametrow zostaty dobrane metodg préb przy kombinacji
réznych wartosci poszczegdinych elementéw
podlegajacych adaptacji. Za optymalne uznano te, ktére

generowaty najmniejsze btedy testowania na grupie danych
walidacyjnych (okoto 1/5 danych uczgcych wytaczonych z
procesu uczenia).

Wyniki uzyskane przez poszczegdlne predyktory
podlegaty integracji usredniajgcej [11] dla sprawdzenia jak

zespot jest w stanie poprawi¢ wyniki indywidualnych
predyktorow. W wyniku takiego usrednienia btedy
popetniane przez predyktory indywidualne w

poszczegodlnych godzinach doby podlegaly czesciowej
kompensacji wzajemnej, redukujagc w ten sposéb btad
catkowity zespotu. Tego typu integracja wymaga od
cztonkdéw zespotu podobnej jakosci dziatania. Stad w
dalszych eksperymentach poddano badaniu rézne
konfiguracje zespotu.

Wyniki statystyczne prognozowania

Kazda z sieci neuronowych byfa trenowana na zbiorze
danych uczacych z lat 2014-2016, a nastepnie testowana
na zbiorze danych z roku 2017 nie uczestniczacych w
uczeniu (wspolnym dla wszystkich sieci). Wyniki testowania
podlegaty integracji w réznej konfiguracji cztonkéw zespotu.
W operacji usredniajgcej brano pod uwage jedynie
cztonkéw zespotu o porownywalnym poziomie doktadnosci.

W tabeli 5 przedstawiono wyniki badan w postaci
btedow MAPE (Mean Absolute Percentage Error) [10]
testowania  sieci neuronowych na danych nie
uczestniczacych w uczeniu. Odnoszg sie one do danych
znormalizowanych wg wzoru (1) i (2) i stanowig wartosci
Srednie wielu préb. Niezaleznie od sposobu normalizaciji
najmniejszym btedem MAPE ws$réd pojedynczych
predyktoréw odznaczata sie w sie¢ RBF, dla ktérej przy
pierwszym sposobie normalizacji MAPERgrgrnom1=1,68% a
przy drugim MAPERgrsrnom2=1,26%. Tylko nieco gorzej
wypadia sie¢ SVM natomiast najmniej doktadne
statystyczne wyniki prognozy =zostaty osiggniete przy
prognozowaniu z uzyciem sieci MLP.

Wyniki integracji w duzej mierze zalezg od liczby
zintegrowanych sieci. Przy podobnym poziomie doktadnosci
dziatania wszystkich trzech predyktoréw dla normalizacji (1)
btagd MAPE zostat zredukowany do wartosci MAPE=1,44%
przy trzech cztonkach zespotu. Uwzglednienie jedynie dwu

najlepszych  cztonkéw datlo  wynik nieci  gorszy
MAPE=1,50%.
Odmienne wyniki uzyskano przy zastosowaniu

normalizacji (2). Normalizacja taka zmienia radykalnie
profile dzienne obcigzenia. Zastosowanie aproksymatora
globalnego (MLP) okazato sie nieskuteczne generujgc duzg
wartos¢ btedu $redniego w stosunku do pozostatych
rozwigzan. Wyklucza to jego zastosowanie w integracji.

Tabela 5. Zestawienie btedéw MAPE testowania sieci neuronowych
dla danych znormalizowanych wedtug wzoréw (1, 2)

Bfad MAPE testowania
wepé?:ri]:we zespot zespot
1 MLP | RBF | SVM | 2 sieci 3 sect
RBF i SVM
Nmma‘;mq"" 1,89% | 1,68% | 1.75% | 1,50% | 1,44%
Norm(az';zacla 5.66% | 1,26% | 1,63% | 1,30% ;

Poza tym wystgpita wyrazna réznica w poziomie btedu
dla sieci RBF (MAPE=1,26%) i SVM (MAPE=1,63%). Stad
integracja tylko tych dwu sieci nie poprawita wyniku
koncowego sieci najlepszej. Tym nie mniej nawet w tym
przypadku zespdt ma sens, gdyz jednoczesnie ulegly

zmniejszeniu btedy maksymalne predykcji (pojedyncze
wartosci odstajgce od reszty). Wyniki szczegotowe
dziatania pojedynczych predyktoréw i zespotu po

odpowiedniej integracji przedstawiono w tabeli 5.
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Dziatanie zespotu sieci najlepiej mozna wytlumaczy¢
poprzez  zaprezentowanie btedow predykcji dla
poszczegdlnych  godzin  wybranej doby, jak to
przedstawiono dla normalizacji (1) na rysunku 3. Dla
réznych godzin doby btedy poszczegdinych predyktoréow
majg rézny znak co daje mozliwos¢ wzajemnej
kompensacji, redukujgc w efekcie finalny btad prognozy.
Widoczne jest réwniez zmniejszenie maksymalnych
odchytek od wartosci $redniej w przypadku zastosowania
zespotu.

Wykres bledow godzinnych dla wybranego dnia

6

5k

godrina
Rys.3. Wykres btedow predykcji dla 24 godzin wybranego dnia
(24.01.2017 roku), popetnionych przez poszczegdlne sieci
neuronowe oraz zespot 3 sieci dla danych poddanych normalizaciji

(1)

Interesujace jest zestawienie $rednich btedow MAPE dla
réznych miesiecy roku. W tabeli 6 przedstawiono
przykladowe wyniki statystyczne dla poszczegdinych
miesiecy roku 2017 dla danych poddanych normalizacji (1).
Mozna zaobserwowaé pewng zaleznos¢ przy doktadnosci
prognozowania w poszczegoélnych miesigcach roku. Dla
miesigca kwietnia btgd MAPE testowania jest znacznie
wiekszy niz dla miesiecy sasiednich (wynosi 2,95% dla sieci
RBF, 2,00% dla sieci MLP oraz 1,94% dla sieci SVM).

Tabela 6. Wyniki statystyczne btedu MAPE testowania dla roku
2017 dla trzech sieci oraz poréwnawczo dla zespolu — dane
znormalizowane wg wzoru (1)

MAPE
iesi zespot A
Miesia | wip | RreF | svm | 2esied ge;‘;‘c’:‘
RBF | SVM

styczen | 2.06% | 112% | 145% | 1.15% | 117%
lty | 1,49% | 157% | 1,25% | 1,09% | 1,04%
marzec | 1,88% | 2,50% | 1,83% | 2,06% | 1,.81%
kwiecien | 2,00% | 2,95% | 1,94% | 2,30% | 1,95%
maj | 1,563% | 0,59% | 1,61% | 0,96% | 0,96%
czerwiec | 2,63% | 1,49% | 2,55% | 1,88% | 2,04%
lpiec | 1,80% | 2,10% | 1,01% | 1,58% | 1,43%
sierpien | 2,01% | 2,35% | 2.41% | 2.27% | 1,82%
wrzesien | 1,64% | 1,05% | 125% | 1.13% | 1,14%
pazdziernik| 1,79% | 1,30% | 1,86% | 1,20% | 1,28%
listopad | 1,57% | 0,90% | 1,10% | 0,.88% | 1,02%
grudzien | 2,25% | 219% | 1,90% | 151% | 1.62%
Srednia | 1,89% | 1,68% | 1,75% | 1,50% | 1,44%

Dla roznych miesiecy poszczegodlne sieci neuronowe
prognozujg obcigzenie dajac lepsze lub gorsze wyniki
wedtug miary MAPE. Dla miesiecy: lipiec i sierpien najlepiej
prognozuje sie¢ MLP, dla miesiecy styczen, maj, czerwiec,

wrzesien, pazdziernik, listopad — sie¢ RBF, natomiast dla
miesiecy luty, marzec, kwiecien, grudzien — sie¢ SVM.
Stosunkowo niewielkie réznice miedzy sieciami wystepujg
w przypadku miesigca lutego (0,32%) i grudnia (0,35%)
natomiast najwieksze dla miesigca czerwca (1,14%)

Na rysunku 4 przedstawiono przyktadowy wykres profilu
obcigzen w wybranym tygodniu roku 2017 (od 15 maja —
poniedziatek do 21 maja — niedziela). Krzywa ciagta
reprezentuje  rzeczywiste zapotrzebowanie mocy w
systemie, natomiast kreskowana reprezentuje prognoze
wskazang przez zespét sieci neuronowych. Dane zostaty
poddane normalizacji zgodnie ze wzorem (2). Widoczna
jest duza zgodnosé obu krzywych — z wyjatkiem srody i
pigtku.

B0 80 100 120 140 180
godziny

Rys.4. Zestawienie zapotrzebowania w dniach 15-21 maja 2017
roku z wartosciami prognozowanymi poprzez integracje sieci
neuronowych

Najlepsze  dopasowanie  obydwu  krzywych w
analizowanym tygodniu mozna zaobserwowac dla $rody,
soboty i niedzieli (17, 20, 21 maja). Natomiast dopasowanie
krzywych w przypadku poniedziatku — 15 maja jest mniejsze
i moze wynika¢é z przejScia z modelu charakterystyki
zapotrzebowania weekendowego na charakterystyke dnia
powszedniego.

Interesujgce jest poréwnanie doktadnosci dziatania
systemu prognostycznego dla danych z KSE i matego
rejonu energetycznego, analizowanego w [1]. Najlepszy
usredniony wynik prognozy zespotu dla matego rejonu byt
réwny MAPE=1,80%. Jest to znacznie gorszy wynik niz ten
uzyskany dla KSE. Wynika to gtéwnie ze skali i specyfiki
wielkosci prognozowanych. Maty system energetyczny jest
bardziej wrazliwy na przypadkowe zmiany obcigzen,
podczas gdy w KSE obserwuje sie znacznie wiesze
dziatanie kompensujgce zmian obcigzen pochodzgcych od
réznych uzytkownikéw.

Whnioski

Przeprowadzone badania sieci neuronowych w roli
predyktoréw wykazaty, ze potgczenie wielu pojedynczych
cztonkéw w zespdt pozwala znaczgco poprawi¢ wynik
prognozy. Dotyczy to zaréwno wartosci Srednich btedu jak
réwniez wartosci maksymalnych, ktére podlegajg znaczacej
redukcji przy zastosowaniu zespotu. Warunkiem poprawy
jest porownywalny  poziom  doktadnosci  dziatania
poszczegdlnych cztonkéw zespotu.

Waznym czynnikiem wptywajgcym na jako$¢ dziatania
poszczegolnych predyktoréw jest sposéb normalizacji
danych. W pracy poddano badaniom dwa rodzaje
normalizacji: wedtug wartosci maksymalnych oraz
standaryzacje statystyczng uwzgledniajgcg wartosci srednie
i odchylenie standardowe. Dane znormalizowane w rézny
spos6b charakteryzujg sie réznigcym sie rozktadem
statystycznym, wymagajgcym w koncowym projekcie sieci
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prognostycznej indywidualnego podejscia do struktury sieci
i doboru optymalnych parametrow.

Wyniki badan przeprowadzonych przy zastosowaniu
obu rodzajéw normalizacji wykazaty  wyzszosé
aproksymatorow lokalnych (RBF i SVM). Oba rozwigzania
generowaty prognoze o najwyzszym poziomie doktadnosci,
niezaleznie od rodzaju normalizacji. Sie¢ MLP okazafa sie
bardzo wrazliwa na sposob normalizacji.
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