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Ultrakrétkoterminowe prognozy 15-minutowych wartosci
zapotrzebowania na energie elektryczng dla odbiorcéw nn z
wykorzystaniem wybranych modeli statystycznych oraz

sztucznych sieci neuronowych

Streszczenie. W artykule przedstawiono zagadnienia zwigzane z wykonywaniem ultrakrétkoterminowych prognoz 15-minutowych wartosci
zapotrzebowania na energie elektryczng odbiorcow nn. Dokonano analizy statystycznej danych i dobrano zmienne do modeli. Wykonano

przyktadowe prognozy i sformutowano wnioski koricowe.

Abstract. This paper presents issues related to very short-term 15-minute load forecasts of low voltage consumers. Statistical analysis of data have
been made and input variables for prediction models have been chosen. Examples of predictions have been executed and final conclusions have
been presented. (Very short-term 15-minute load forecasts of low voltage consumers using chosen statistical models and artificial neural

networks).

Stowa kluczowe: prognozy ultrakrétkoterminowe, zapotrzebowanie na energie elektryczna, sztuczne sieci neuronowe
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Instrumenty pomiarowe uzywane przez
elektroenergetykéw pozwalajg na stwierdzenie, jakie jest
biezgce zapotrzebowanie na energie elektryczng. W dobie
generacji rozproszonej wiedza ta jest niewystarczajgca. W
celu optymalnego zbilansowania energii w systemie oprécz
wartosci planowanej generacji energii przez zrédta
odnawialne potrzebna jest réwniez informacja nt.
planowanego zapotrzebowania na energie przez odbiorcow
w najblizszych kilkunastu minutach.

Tego typu prognozy ultrakrétkoterminowe moga byc¢
wykonywane przy uzyciu réznych metod prognostycznych
zaleznie od liczby i typu dostepnych danych historycznych.
Do najczesciej stosowanych metod zaliczyé nalezy: modele
AR, ARIMA, SARIMA, ARMAX, model Holta, model
Wintersa i model Kalmana oraz sztuczne sieci neuronowe

[1]. Tematyka ultrakrétkoterminowych prognoz
zapotrzebowania na  energie  elektryczng  zostata
przedstawiona m. in. w [2-10]. Prognozy ultra-

krétkoterminowe (wyprzedzenie 5-15 minut) wykonuje sie
réwniez do predykcji generacji energii elektrycznej przez
odnawialne zrédia energii. np. farmy wiatrowe, elektrownie
stoneczne, wodne oraz biogazownie [1].

Wartosci poboru energii elektrycznej pojedynczego od-
biorcy nn sg bardzo zréznicowane w poszczegdlnych
okresach doby. Na skokowe zmiany zapotrzebowania na
energie odbiorcy domowego wplywajg gtdéwnie czasowo
zatgczane odbiorniki o duzym poborze energii np.: kuchenki
elektryczne, suszarki, pralki, odkurzacze, czajniki elektrycz-
ne, ptyty indukcyjne, itp. Ponadto, pory dnia, czestotliwosé i
czas zatgczen urzadzen AGD i RTV zaleza réwniez od pory
roku, typu dnia, temperatury powietrza oraz opadow.
Sktadnik losowy szeregu czasowego zapotrzebowania na
energie jest wiec znaczacy u odbiorcy domowego.

Biorgc pod uwage grupe odbiorcow jako catos¢ widaé
pewne prawidtowosci, ktore Operatorzy Sieci
Dystrybucyjnych udostepniajg do wiadomosci publicznej w
postaci standardowych profili zuzycia energii. Profile takie
zawierajg Instrukcje Ruchu i Eksploatacji Sieci
Dystrybucyjnej kazdego OSD w Polsce.

Profile zuzycia wyznaczone sg dla réznych grup
odbiorcow ze wzgledu na wybrang taryfe oraz sa
réznicowane w zaleznosci od dnia tygodnia oraz pory roku
(miesigca). Profile podawane sg w jednostkach wzglednych
w postaci tabel dla kolejnych godzin doby. Oprocz taryfy
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jednostrefowej  spotki  dystrybucyjne  oferujg  taryfe
dwustrefowg G12, w ktorej okreslajg przedziaty czasowe w
ciggu doby, w ktérych cena energii jest nizsza (zwykle
13:00-15:00 oraz 22:00-6:00), a w ktéorych wyzsza
(pozostate godziny doby).

Z punktu widzenia systemu elektroenergetycznego
taryfy wielostrefowe sg jednym z programéw reakcji strony
popytowej (ang. Demand Side Response). Dostarczajg one
bodZzcow do ograniczenia zuzycia energii w szczytach
obcigzenia i korzystania w okresach doliny obcigzenia, gdy
ceny sg nizsze.

W artykule dokonano analizy statystycznej danych w
celu  wstepnego  wyboru  wiadciwych  zmiennych
objasniajgcych oraz przedstawiono przyktadowe prognozy
15-minutowych wartosci zapotrzebowania na energie
elektryczng pojedynczego odbiorcy nn taryfy G12.

Analiza statystyczna danych

Analizie poddane zostaly 15-minutowe wartosci
zapotrzebowania na energie elektryczng jednego odbiorcy
taryfy G12 z okresu od 1 czerwca 2013 do 5 pazdziernika
2013. Do prognoz “ex post” uzyto danych z 10 dni (26
wrzednia 2013 — 5 pazdziernika 2013) dla odbiorcy
zasilanego przez jedng z krajowych spétek dystrybucyjnych.
Taryfa G12 umozliwia w tym przypadku rozliczanie ze
stawka pozaszczytowg od godziny 22:00 do 6:00 oraz od
godziny 13:00 do 15:00. Stawka szczytowa obowigzuje w
pozostatych 14 godzinach doby.

Podstawowe statystyki szeregu czasowego
zapotrzebowania na energie elektryczng odbiorcy z grupy
taryfowej G12 zawarto w tabeli 1. Testy Shapiro-Wilka oraz
Kotmogorowa-Smirnowa wykazatly, ze szereg czasowy nie
ma rozktadu normalnego. Kurtoza (miara sptaszczenia
rozktadu szeregu czasowego, dla rozkladu normalnego
wynosi 0) ma matg warto$¢ ujemng co oznacza, ze wartosci
szeregu czasowego sg nieco mniej skoncentrowane niz
przy rozktadzie normalnym. Wspodtczynnik skos$nosci
(przyjmujacy wartos¢ zero dla rozktadu symetrycznego) jest
dodatni czyli wystepuje rozktad o prawostronnej asymetrii
(wystepuje wiecej wartosci szeregu czasowego wiekszych
niz warto$¢ $rednia). Duza wartos¢ wspotczynnika
zmiennosci (40,27%) sugeruje potencjalne trudnosci w
uzyskaniu wysokiej jakosci prognoz.

Obliczono wspétczynniki  korelacji liniowej Pearsona
pomiedzy zmienng objasniang oraz potencjalnymi
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zmiennymi objasniajgcymi. Wyniki przedstawiono w tabeli
2. Weryfikacja istotnosci wspétczynnikéw korelacji z tabeli
2, wykazata we wszystkich przypadkach ich istotno$¢ z
p<0,01 (1% poziom istotnosci).

Tabela 1. Podstawowe statystyki szeregu czasowego
zapotrzebowania na energie elektryczng odbiorcy z grupy taryfowej
G12

Miara statystyczna
Srednia [Wh] 3986,39
Mediana [Wh] 3600
Odchylenie standardowe [Wh] 1605,22
Wariancja 2576717
Kurtoza -0,13
Skosénosé 0,73
Rozstep [Wh] 7800
Wartos¢ minimalna [Wh] 1500
Warto$¢ maksymalna [Wh] 9300
Wspétczynnik zmiennosci [%] 40,27

Tabela 2. Wspotczynniki korelacji pomiedzy 15-minutowymi
wartosciami zapotrzebowania na energie¢ elektryczng z innymi

danymi  potencjalnie  wartosciowymi z  punktu  widzenia
rognozowania
Potencjalna zmienna objasniajaca Wspétczynnik
korelacji
E(t-15, d) 0,943
E(#-30, d) 0,905
E(t-45, d) 0,876
E(t-60, d) 0,850
E(t-75, d) 0,813
E(t-90, d) 0,770
E(t-105, d) 0,729
E(t, (d-1)) 0,814
E(t, (d-2)) 0,775
E(t, (d-3)) 0,732
E(t, (d-1)iyp cnia) 0,799
E(t, (d-2)yp dnia) 0,789
E(t, (d-3)yp dnia) 0,768
Srednia (E(t, (d-1)iyp ania), E(t, (0-2)yp dnia),
E(t,(d-3)iyp onia)) 0822
szgl.grofil(tv d) 01676
Srednia (E(-15, d), E(t-30, d)) 0,937
Srednia (E(-15, d), E(t-30, d), E(t-45, d)) 0,930
Srednia (E(t-15, d), E(t-30, d), E(t-45, d), 0922
E(t-60, d)) ’

gdzie: E(t,d) — zapotrzebowanie na energie elektryczng w
15-minutowym okresie czasu t w dniu d, t — 15-minutowy
okres prognozy, (t-15) — okres 15 minut wczesniejszy niz t
d — dzien prognozy, (d-1) — dzien poprzedni w stosunku do
dnia prognozy, (d-1)yp dnia — poprzedni dzien z tej samej
kategorii dni, co dzien d, E wzg. profil (£,d) — wzgledna warto$¢
zapotrzebowania na energie elektryczng w okresie 15-
minutowym dla danego typu dnia i miesigca na podstawie
dobowych profili udostepnionych przez spotke
dystrybucyjng dla okresu czasu t i dnia d

Przebieg zmiennosci zapotrzebowania na energie
elektryczng badanego odbiorcy wykazuje silng okresowosé
i duze zréoznicowanie w zaleznosci od dnia tygodnia.
Wszystkie szeregi czasowe majg wyraznie zarysowany
szczyt wieczorny oraz doline nocng. W spéice
dystrybucyjnej, ktéra zasila odbiorce profile dobowe
podzielone sg na 5 nastepujacych grup: 1 — poniedziatek, 2
- wtorek, $roda, czwartek, 3 — piatek, 4 — sobota, 5 —
niedziela oraz dni $wigteczne.

Wartosci wzgledne zapotrzebowania na energie z profili
dobowych dla kolejnych godzin zaproksymowano do
wartosci  15-minutowych. Na rysunku 1 przedstawiono
przygotowane w ten sposob profile dla pazdziernika.

Analizujgc dane 2z tabeli 2 oraz rysunek 2
przedstawiajgcy wykres autokorelacji szeregu czasowego
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15-minutowych wartosci zapotrzebowania na energie w
okresie do 7 dni wstecz, mozna zauwazy¢ znaczace
korelacje zuzycia energii z piecioma poprzednimi
wartosciami 15-minutowego zapotrzebowania (ponad 0,8).
Silng korelacje wykazujg rowniez wartosci $rednie dwdch,
trzech oraz czterech ostatnich pomiaréw. Ponadto, na
wykresie autokorelacji widoczne sg duze wartosci korelacji
z wartosciami zapotrzebowania na energie sprzed
wielokrotnosci 24 godzin. Znaczgcg korelacje wykazuje
réwniez $rednia 15-minutowych wartosci zapotrzebowania
na energie sprzed 3 ostatnich dob. Dosé znaczacy
wspotczynnik korelacji wystepuje réwniez z wartoscig
zuzycia odczytang z profilu dobowego stosowanego w
spotce dystrybucyjnej.
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Rys. 1. Aproksymowane do wartosci 15-minutowych profile dobowe
zuzycia energii elektrycznej dla pazdziernika dla odbiorcy taryfy
G12
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Rys. 2. Wykres autokorelacji szeregu czasowego 15-minutowych
wartosci zapotrzebowania na energie elektryczng w okresie do 7
dni wstecz

Na rysunku 3 przedstawiono zapotrzebowanie na
energie elektryczng z zakresu danych prognostycznych (10
dni) oraz profil dobowy. Poza pierwszymi dwoma dniami
(pigtek i sobota) oba przebiegi majg zblizony ksztatt.

Poréwnanie wynikéw prognoz

Prognozy przeprowadzono za pomocg nastepujgcych
metod: metoda naiwna, metoda Sredniej ruchomej prostej,
metoda $redniej ruchomej wazonej, regresja wieloraka,
sztuczna sie¢ neuronowa typu perceptron wielowarstwowy
oraz metoda “stat_fusion”.

Prognozy metodg naiwng stanowig punkt wyjscia do
poréwnania skutecznosci pozostatych, bardziej ztozonych

modeli prognostycznych. Badania ta metodg
przeprowadzono w trzech wariantach, przyjmujgc jako
prognoze:

e wariant 1 - wartos¢ w okresie prognozowanym ¢ jest
réwna wartosci z okresu poprzedniego t-15 min,

e wariant 2 - wartos¢ w okresie prognozowanym t w dniu d
jest rowna wartosci z okresu t dnia poprzedniego d-1,

e wariant 3 - warto$¢ w okresie prognozowanym t w dniu d
jest rowna wartosci z okresu t poprzedniego dnia tego
samego typu (d-1)yp_dnia-
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Najlepsze rezultaty uzyskano dla wariantu pierwszego
(btad MAPE 10,48%), w ktérym btagd MAPE i biad
maksymalny byty okoto dwukrotnie mniejsze niz w 3
najgorszym wariancie (btad MAPE 22,15%).
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Rys. 3. Wykres poréwnawczy znormalizowanych wartosci 15-
minutowych  rzeczywistego  zapotrzebowania na  energie
elektryczng badanego odbiorcy taryfy G12 oraz profili dobowych
dostarczonych przez operatora sieci dystrybucyjne;j

Prognozy wykonane metodg $redniej ruchomej prostej
oraz srednig ruchomag wazong wykonano przyjmujgc jako
wartos¢ prognozowang $rednig wartosé¢ 2, 3, lub 4 ostatnich
wartosci zuzycia energii. W przypadku $redniej ruchomej
wazonej, wilasciwe wagi zostaly dobrane metodg
optymalizacyjng Newtona-Raphsona (minimalizacji podlegat
btagd MAPE). Wartosci wspotczynnikow korelacji wskazaty,
ze jedyng istotng wartoscig zapotrzebowania na energie
jest warto$¢ sprzed 15 minut (0,9999). Wartos¢ sprzed 30
minut uzyskata wage 0,0001, a pozostate wage 0, co
sprawia, ze metoda $redniej wazonej daje rezultaty niemal
identyczne jak metoda naiwna w wariancie 1.

Prognozy metodg regresji wielorakiej wykonano w
programie ekonometrycznym GRETL. Jako zmienne
objasniajgce przyjeto wartosci zuzycia energii z 7 15-
minutowych okreséw wstecz oraz warto$¢ 15-minutowg z
dnia poprzedniego oraz dnia poprzedniego tego samego
typu. Jako zmienng objasniajgcg przyjeto réwniez
estymowany do wartosci 15-minutowych dobowy profil
zapotrzebowania na energie elektryczng. Zbadano wptyw
poszczegdlnych zmiennych objasniajgcych na jakosé
prognoz. Stwierdzono, ze brak ktorejkolwiek ze zmiennych
objasniajgcych  powodowat  wzrost btedu  MAPE.
Przykladowo usuniecie wartosci 15-minutowej
zapotrzebowania na energie z dnia poprzedniego oraz dnia
poprzedniego tego samego typu co dzien prognozy
spowodowato wzrost btedu MAPE o 10,4% w stosunku do
wariantu najlepszego.

Prognozy zapotrzebowania na energie wykonano przy
uzyciu sieci neuronowej typu MLP, wykorzystujac algorytm
uczenia - propagacja wsteczna btedu. Doborowi podlegata
liczba neurondw w warstwie ukrytej oraz liczba epok
treningowych. Dane wejsciowe zawieraly wartosci
zapotrzebowania na energie z 7 ostatnich okreséw 15-
minutowych, estymowany do wartosci 15-minutowych
dobowy profil zuzycia energii dostarczony przez operatora
sieci dystrybucyjnej, zapotrzebowanie na energie w
badanym okresie czasu w poprzedniej dobie oraz w
poprzedniej dobie tego samego typu. Trening sieci
neuronowej przebiegat z uzyciem automatycznego doboru
wspotczynnika uczenia oraz wspotczynnikiem momentum o
wartosci 0,9. Nie wykorzystywano techniki tasowania faktéw
treningowych. Badania rozpoczeto od sieci z jedng warstwg
ukryta z 3 neuronami (przyblizenie pierwiastka z iloczynu
danych wejsciowych i wyjsciowych (odpowiednio 10 i 1)) i
stopniowo zwiekszano ich liczbg. Testowano sigmoidalng
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oraz liniowg funkcje aktywacji w warstwie ukrytej oraz
warstwie wyjsciowej sieci neuronowej. Testom podlegaty
réwniez sieci z 2 warstwami ukrytymi (dodanie drugiej
warstwy ukrytej zwiekszato btgd MAPE prognoz o okoto
30-40%).

Najlepszg jako$¢ prognoz uzyskano dla sieci
neuronowej z jedng warstwg ukrytg sktadajgcg sie z 8
neuronéw i sigmoidalnych funkcji aktywacji w warstwie
ukrytej oraz warstwie wyjsciowej. Zmiana funkcji aktywacji
neuronéw w warstwie ukrytej oraz wyjsciowej na liniowg
funkcje aktywacji powodowata znaczacy wzrost btedu
MAPE. Przyktadowg prognoze wykonang siecig neuronowg
dla jednej doby przedstawiono na rysunku 4.
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Rys. 5. Prognoza wykonana ,zespotem 2 metod” dla $rody
1 pazdziernika

Wykorzystana w prognozach metoda “stat_fusion”
bazuje na kilku istotnych elementach majgcych najczesciej
wysokg Kkorelacje z prognozg zuzycia energii i stanowi

potagczenie metody autoregres;ji oraz metody
ekonometrycznej [1]. Do modutu prostego
ekonometrycznego  wchodzg nastepujgce  czynniki

objasniajgce: wzgledna warto$é zuzycia energii elektrycznej
w okresie f, wynikajgca z dobowego profilu obcigzen,
Srednia wartos¢ zuzycia energii w okresie t, obliczona dla 3
ostatnich dni tego samego typu co dzien prognozy oraz
Srednia wartos¢ zuzycia energii w okresie -1, obliczona dla
3 ostatnich dni tego samego typu co dzien prognozy. Czion
autoregresyjny wykorzystywat 4 ostatnie wartosci zuzycia
energii sprzed okresu prognozy. Wiasciwe parametry
wszystkich modeli byly ustalane z wykorzystaniem
optymalizacji metodg Newtona oraz metodg DEPS (ang.
Differential Evolution and Particle Swarm Optimization),
ktora wykorzystuje dwa niezalezne algorytmy
optymalizacyjne. Optymalizacja metodg DEPS byta
minimalnie korzystniejsza (btgd MAPE prognoz “ex post”
oraz btad maksymalny obnizyty sig¢ nieznacznie).

Do metody ,zespdt 2 metod” wybrano 2 metody z
najmniejszymi  wartosciami btedu MAPE w zakresie
estymaciji parametrow modeli. Prognoza koncowa stanowita
sume prognoz najlepszego modelu regresji wielorakiej oraz
prognoz siecig neuronowg typu MLP, z wagami ustalonymi
w wyniku optymalizacji (warto$ci wag odpowiednio 0,63
oraz 0,37). Do doboru wtasciwych wag wykorzystano
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algorytm optymalizacyjny Newtona, w ktérym minimalizaciji
podlegat btad MAPE obliczany dla prognoz z wagami z
zakresu estymacji. Proba wykorzystania jako trzeciej
metody “stat _fusion” byta nieudana — waga przypisywana
do metody w wyniku optymalizacji byta niemal réwna zero i
wynosita 0,001. Przyktadowg prognoze dla jednej doby
wykonang zespotem 2 metod przedstawiono na rysunku 5.

W tabeli 3 przedstawiono wybrane wyniki prognoz ,ex
post” uzyskane kazdg z badanych metod.

Tabela 3. Zestawienie wynikéw prognoz “ex post” dla réznych
metod prognostycznych

Metoda prognostyczna Btad Wspét. | Btad
Sredni kore- | maksy-
MAPE lacji malny
[%] (%]

Zespdt 2 metod (regresja 9,91 0,952 | 46,20

wieloraka i sie¢ neuronowa)

Regresja  wieloraka; zmienne | 10,04 0,953 | 50,96

objasniajace:

E(t-15, d) — E(t-105, d), E(t, (d-

1}2‘ E(t, (d'1 ztyg dnia); szgl.grof\l(ty d)

Sie¢ neuronowa typu MLP 10,30 0,948 | 51,17

(architektura warstw: wejscie(10)

- ukryta (8) - wyjscie(1))

Metoda ,stat fusion”, (funkcja| 10,45 0,947 | 58,62

celu — btad MAPE), wiasciwe

parametry: f= 2,72, $=1,76,

#=0,88, ¢=0,03, #=-0,01, as=-

1,24, ,=-1,67

Metoda Sredniej ruchomej | 10,48 0,946 | 60,00

wazonej, k=4 z optymalizacjg

wartosci wag (funkcja celu — btad

MAPE); wagi: w;=0,9999,

W2=0,0001, W3=O, W4=O

Metoda naiwna, wariant 1, E(t,d)| 10,48 0,946 | 60,00

= E(t-15,d)

Metoda $redniej ruchomej prostej, | 10,87 0,940 | 66,67

k=2

Metoda naiwna, wariant 3, E(t,d)| 22,15 0,722 | 142,9

= E(t;d'1)typ dnia

Podsumowanie i wnioski koncowe

Metoda “zespét 2 metod” uzyskata btagd MAPE o 1,29%
mniejszy niz najlepsza pojedyncza metoda — regresja
wieloraka. Z uwagi na wykorzystywanie 2 réznych metod
uzyskuje sie usrednienie prognoz — spodziewa¢ mozna sie
wiekszej stabilnosci prognoz przy poréwnywaniu wynikéw
prognoz na wielu szeregach czasowych. Réznica pomiedzy
“zespotem 2 metod” oraz metodg regres;ji wielorakiej jest na
tyle mata (1,3% na korzys¢ “zespotu 2 metod”), ze trudno
wskazaé¢ jednoznacznie jedng metode preferowang. Warto
jednak zwrdci¢ uwage na fakt, ze “zespét 2 metod” uzyskat
o prawie 10% mniejszy btgd maksymalny niz metoda
regresji wielorakie;.

Z pojedynczych metod najmniejszy btgd MAPE uzyskata
metoda regresji wielorakiej (lepsza o 2,06% od sieci
neuronowej typu MLP oraz o 3,93% od metody
»stat_fusion”). Wsréd zmiennych objasniajgcych najwieksze
znaczenie miata wartos¢ zapotrzebowania na energie z
okresu t-15 minut.

Prognozowany okres czas byt dos¢ zréznicowany pod
wzgledem dynamiki zuzycia energii. Nie we wszystkich
dniach wystepowat wyrazny szczyt poranny, wieczorny oraz
typowy dla taryfy G12 - popotudniowy.

Uzyskany dla najlepszej metody btgd MAPE wynoszacy
niecale 10%, jest na tyle nieduzy, ze tego typu
krotkoterminowa prognoza moze by¢ przydatna do
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proceséw sterowania pracg systemu, szczegdlnie w
sieciach smart grid. Warto jednak podkresli¢, ze uzyskane
wyniki dla najlepszej metody (pomimo wykorzystania w nich
dodatkowych zmiennych objasniajgcych) sg niewiele lepsze
(niecate 5,5%) niz metoda naiwna stanowigca metode
odniesienia. Problem prognoz ultrakrétkoterminowych dla
pojedynczych odbiorcéw energii elektrycznej jest wiec
trudny i nalezy nadal poszukiwaé metod pozwalajgcych
jeszcze bardziej zmniejszy¢é blgd MAPE w stosunku do
metody naiwnej. Dane wykorzystane w badaniach
obejmowaly okres tylko nieco ponad 4 miesiecy (tylko takie
dane byly dostepne). Zapewne wykorzystanie szeregu
czasowego z okresu 2-3 lat pozwolitoby na uzyskanie nieco
mniejszych btedow MAPE. W najblizszej przysztosci (kilka
najblizszych lat) masowy montaz cyfrowych licznikéw
energii elektrycznej na terenie Polski moze umozliwi¢
szersze analizy danych i doktadniejsze prognozy dzieki
dostepowi do obszerniejszych baz danych odczytanych z
licznikow cyfrowych.
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